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Utilizacdo de diagramas causais em epidemiologia:
um exemplo de aplicacdo em situacgao
de confusao

Use of causal diagrams in Epidemiology:
application to a situation with confounding

Utilizacion de diagramas causales en epidemiologia:
un ejemplo de su aplicacién en situacion
de confusidn

Resumo

Apesar do crescente reconhecimento de seu potencial, os diagramas cau-
sais ainda sdo pouco utilizados na investigagdo epidemioldgica. Uma das
possiveis razoes é que muitos programas de investigagdo envolvem temas
sobre o qual hd certo grau de incerteza sobre 0os mecanismos dos processos
que geram os dados. Neste trabalho, a relagdo entre estresse ocupacional e
obesidade é utilizada como um exemplo de aplicacdo de diagramas cau-
sais em questoes relacionadas ao confundimento. Sdo apresentadas eta-
pas da selegdo de varidveis para ajuste estatistico e da derivagdo das im-
plicacbes estatisticas de um diagrama causal. A principal vantagem dos
diagramas causais é tornar explicitas as hipdteses adjacentes ao modelo
considerado, permitindo que suas implicagoes possam ser analisadas cri-
ticamente, facilitando, dessa forma, a identificacdo de possiveis fontes de
Viés e incerteza nos resultados de um estudo epidemioldgico.
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Modelos Estatisticos

http://dx.doi.org/10.1590/0102-311X00103115

Taisa Rodrigues Cortes 1
Eduardo Faerstein 1
Claudio José Struchiner 1.2

I Instituto de Medicina Social, Correspondéncia
Universidade do Estado do T. R. Cortes

Rio de Janeiro, Rio de Janeiro, Instituto de Medicina Social,
Brasil. Universidade do Estado do

2 Programa de Computagao Rio de Janeiro.

Cientifica, Fundag¢do Oswaldo Rua Sao Francisco Xavier 524,
Cruz, Rio de Janeiro, Brasil. Bloco D, 7¢ andar, sala 7012,

Rio de Janeiro, R]
20559-900, Brasil.
taisacortes@gmail.com

Cad. Saude Publica, Rio de Janeiro, 32(8):e00103115, ago, 2016

1



2 CortesTRetal.

Introducao

Os diagramas causais tém tido uso crescente co-
mo uma técnica unificada para lidar com uma
série de questdes na pesquisa epidemioldgica 1.
Esses modelos graficos proporcionaram novas
formaliza¢des para alguns conceitos epidemio-
l6gicos importantes, como a nocao de confundi-
mento 2, viés de selecdo 3 e viés de informacao 4.
Além disso, tém sido utilizados como ferramen-
tas auxiliares na andlise de dados faltantes 5 e na
andlise de mediacao 6.

Apesar do crescente reconhecimento de seu
potencial, os diagramas causais ainda sao pouco
utilizados na investigacao epidemiolégica. Uma
das possiveis razdes é que muitos programas de
investigacdo envolvem temas sobre o qual ha
certo grau de incerteza sobre os mecanismos dos
processos que geram os dados. Neste artigo, a
relacdo entre estresse no trabalho e obesidade
é utilizada como um exemplo de aplicacdo dos
diagramas causais em questdes relacionadas ao
confundimento; seu objetivo ndo é validar ou
contestar hipdteses especificas sobre as relacoes
entre essas varidveis, mas sim utilizar os diagra-
mas causais para discutir implicacGes de diferen-
tes conjuntos de hipéteses. Sao apresentadas eta-
pas da selecao de varidveis para ajuste estatistico
e da derivacdo das implicagoes estatisticas de um
diagrama causal. Espera-se fornecer subsidios e
colaborar para divulgacao da técnica ainda pou-
co explorada por pesquisadores brasileiros.

A teoria dos diagramas causais

Componentes da teoria dos diagramas causais
foram desenvolvidos em diferentes momentos
da histéria de diferentes dreas de conhecimento
7.8. No entanto, a popularizagao desses modelos
graficos na andlise causal teve inicio, especial-
mente, com trabalhos no campo da Inteligéncia
Artificial, desenvolvidos por Pearl 9,10, e na Filo-
sofia 11,

Os diagramas causais sao graficos aciclicos
direcionados que codificam hipd6teses qualita-
tivas sobre os processos causais que geram 0s
dados. A seguir sdo apresentados a terminolo-
gia dos gréficos aciclicos direcionados, a repre-
sentacao das hipoteses causais no gréfico e os
pressupostos que permitem avaliar como essas
hipéteses causais se relacionam com os dados
observados.

Grafico aciclico direcionado

Um gréfico aciclico direcionado (Directed Acyclic
Graph — DAG) é composto por vértices que re-
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presentam as varidveis aleatdrias e por arestas
que denotam uma relacdo entre um par de varia-
veis. Um gréfico € direcionado quando todas as
arestas sdo representadas por uma seta tinica e é
aciclico quando nenhuma ligacao entre varidveis
forma um circuito fechado.

Em um DAG, cada seta possui uma origem
(vértice inicial) e um destino (vértice final). A va-
ridvel origem € denominada de varidvel pai e a
varidvel de destino é chamada de filha. Um ca-
minho é uma sequéncia de arestas adjacentes,
ou seja, uma sequéncia de setas em qualquer di-
re¢ao. Se cada aresta em um caminho representa
uma seta que aponta do primeiro para o segun-
do vértice, temos um caminho direto. Varidveis
que interceptam o caminho direto entre dois
vértices sdo chamadas de varidveis mediadoras.
Uma varidvel é chamada de colisor quando, em
um mesmo caminho, duas setas apontam para
essa variavel.

Se existe um caminho entre dois vértices re-
presentados no grdfico, entdo os vértices estao
conectados; caso contrario, estdo desconecta-
dos. Se ha um caminho direto de A até B, dizemos
que A é um ancestral de B, e B é um descendente
de A.

DAG e causalidade

A utilizacao de um DAG na modelagem causal
reforca a nogdo de que a causalidade implica
direcionalidade de influéncia. Vale dizer, que a
relacdo causal é uma relagdo assimétrica em que
a causa influencia o desfecho e ndo o oposto. Em
um DAG, a presenc¢a de uma seta entre duas va-
ridveis X e Y representa a possibilidade de uma re-
lacao causal direta entre essas varidveis. Vale res-
saltar que qualquer mecanismo causal pode ser
decomposto em mecanismos mais detalhados e,
assim, uma causa serd “direta” ou “indireta” com
relacdo as outras varidveis que compdoem um
modelo causal. Por outro lado, as principais hi-
poteses causais estdo codificadas pelas ligacoes
(setas) ausentes no diagrama. A auséncia de uma
seta entre duas varidveis X e Y representa a hip6-
tese mais definitiva de efeito causal direto nulo.
Em situacdes em que a causacdo mutua
(ciclos causais) entre eventos é possivel, a dire-
cionalidade causal pode ser restaurada se a se-
quéncia temporal dos eventos for definida. Por
exemplo, o ciclo causal entre duas varidveis X e Y,
representado na Figura 1a, pode ser decomposto
como uma cadeia de causagdes sucessivas entre
instancias dessas varidveis no tempo (Figura 1b)
e essas representacdes podem ser expandidas
para diferentes conjuntos de varidveis e diferen-
tes periodos de tempo. Porém, dependendo do
sistema causal em estudo e dos objetivos da mo-



Figura 1

(1a) Grafico representando o ciclo causal entre duas variaveis
Xe'Y; (1b) Grafico aciclico direcionado representando as

relagbes entre as varidveis X(t) e Y(t) no tempo t.
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delagem, diferentes estratégias de representacao
de ciclos causais podem ser adotadas 11,12,13,14,

O significado dessas nocdes causais codi-
ficadas em um diagrama é dado pelo conceito
de intervencdo. Uma intervencao é definida em
Pearl 10 como uma “cirurgia atbmica” que remove
inteiramente 0os mecanismos que determinam
uma varidvel, enquanto preserva as demais rela-
¢oes no modelo. Isso é, uma intervencdo imposta
a uma varidvel X é aquela que interrompe com-
pletamente o relacionamento entre X e seus pais
(causas diretas) e define um novo valor constante
(X = x). Além disso, essa intervencao € “cirtirgi-
ca’, pois ndo altera as demais relacoes causais
no diagrama. Na linguagem grafica, esse tipo de
intervencao é chamado de intervencao ideal e é
denotado por do X =x) 10,

A nocdo expressa por “do (X = x)”, andloga a
nocao de “experimento ideal”, tem a funcao de
um operador matemdtico que permite formali-
zar e derivar implicacdes de diferentes nocoes
causais. Em geral, os parametros causais envol-
vem a comparacao entre diferentes distribuicoes
de probabilidade para o desfecho sob diferentes
intervencoes em X. Por exemplo, para dois con-
juntos disjuntos de varidveis X e Y, o efeito causal
de XemY, denotado por Pr(Y|do (X=x)), é dado
pela distribuicdo de probabilidade de Y quando
uma intervenc¢do do tipo X = x é aplicada sobre
a populagdo.
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Desse modo, a interpretacdo causal de um
DAG refere-se a capacidade de a estrutura gra-
fica descrever nao somente como o modelo se
comporta em condi¢Ges normais (auséncia de
intervencdo), mas também como o modelo rea-
ge a certas intervenc¢des impostas as varidveis
no diagrama.

DAG, causalidade e probabilidade:
a condicdo causal de Markov

Para que um diagrama tenha alguma finalidade
na epidemiologia, sdo necessdrios pressupostos
que conectem a estrutura causal, representada
pelo DAG, aos dados obtidos em um estudo epi-
demiolégico 15. Essa relacao entre causalidade
e probabilidades é dada pela condicao causal
de Markov 10,11,

Seja G um DAG que representa as relacoes
causais entre um conjunto de varidveis V e P
uma distribuicdo de probabilidades para as va-
ridveis em 'V, G e P satisfazem a condi¢do causal
de Markov se cada varidvel emV é independente
de seus nao descendentes (i.e., nao efeitos em G)
dado o conjunto de seus pais (i.e., causas diretas
em G).

Assim, a condicao casual de Markov impoe
restricdes (na forma de relagoes de independén-
cia condicional) sobre a distribuicdo de proba-
bilidades que pode ser considerada compativel
com a estrutura grafica. Ressalta-se que a capa-
cidade de um DAG e uma distribuicao de proba-
bilidades (P) de satisfazerem a condicado casual
de Markov depende de um conjunto de proprie-
dades compartilhadas por ambos. A seguir sao
apresentadas as noc¢des implicitas na condicao
casual de Markov:

(i) a condi¢do casual de Markov é uma genera-
lizacao do principio da causa comum descrito
por Reichenbach 16. Tal principio sugere que, se
duas varidveis sdao probabilisticamente depen-
dentes, entdo uma € a causa da outra ou essas
duas varidveis compartilham uma causa em co-
mum. Em outras palavras, ignorando a variacao
amostral, ndo hd correlacido entre varidveis sem
causalidade;

(ii) a condicao casual de Markov implica a no¢ao
de “localidade” darelacdo causal. De forma geral,
essa nocao sugere que dado o conhecimento das
causas diretas (mais proximais) de uma variavel,
as suas causas indiretas (distais) se tornam irre-
levantes para se determinar a sua probabilidade.
Isso €, ignorando os seus efeitos, toda a informa-
¢ao probabilistica relevante sobre uma varidvel
pode ser obtida pelo conjunto contendo todas
as suas causas diretas 11. Contudo, na prdtica, di-
ficilmente se tem acesso a todas as causas que
afetam diretamente uma determinada varidvel.
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Em vez disso, sempre que uma “causa direta” é
representada em um modelo, um nimero incon-
tavel de causas intermedidrias é omitida 17. E a
medida que essas abstracoes sao feitas, precisa-
se decidir em que fase as propriedades tteis pa-
ra a causalidade sdo perdidas 10. Desse modo, a
condigdo casual de Markov serve como um guia
para avaliar quando o conjunto de pais de uma
varidvel é considerado completo porque inclui
todas as suas causas diretas relevantes;

(iii) um conjunto de varidveis é considerado cau-
salmente completo se todas as causas comuns
(mensuradas ou nao) entre duas ou mais varid-
veis (no grafico) estdo representadas no DAG.
Ou seja, se pode-se assumir que as varidveis
(ex6genas) omitidas no grafico sao mutuamente
independentes, entdo é possivel assegurar que
as demais relacdes causais ndo codificadas no
DAG nao influenciam a distribuicao de proba-
bilidades para as varidveis no DAG. Desse modo,
o modelo causal (0 DAG e o conjunto de distri-
buicdo de probabilidades) pode ser considera-
do completo no sentido de ser capaz de explicar
todas as associac¢des entre varidveis causalmente
independentes (ndo conectadas por uma seta)
por meio de suas causas comuns. Ou seja, que
a estrutura grafica representa todos os determi-
nantes causais das associacoes estatisticas entre
as variaveis no grafico. Por outro lado, se duas va-
ridveis (XeY) ndo estdo conectadas por uma seta,
espera-se que essas varidveis sejam probabilis-
ticamente independentes, dadas as suas causas
comuns. Se X e Y estdo associadas na populacao,
postula-se que hd uma relacdo causal direta (ndao
representada) entre essas varidveis, ou hd uma
causa comum oculta. Vale dizer, que a estrutura
causal considerada é incompleta;

(iv) a condicao casual de Markov é definida nao
somente em relacdo a um conjunto de varidveis
(causalmente completo), mas também a distri-
buicdo populacional. As relagdes probabilisticas
ditadas pela condicao casual de Markov podem
ou nao ser satisfeitas na distribuicdo amostral, es-
pecialmente na presenca deviés de selecdo. Outra
situacdo que impde restricdes a condicao casual
de Markov € a presenca de individuos com dife-
rentes estruturas causais para as varidveis do mo-
delo. Nesses casos, a distribuicao de probabilida-
de P serd uma mistura de distintas distribuicoes
resultantes de diferentes estruturas causais 11.
Por exemplo, em geral, a condi¢do casual de
Markov nao estard satisfeita quando ha interfe-
réncia (ou contédgio) entre unidades, isso €, quan-
do os valores de uma varidvel para uma unidade
influenciam (os valores das varidveis de) outras
unidades na populacao. Como ocorre, por exem-
plo, quando o desfecho é uma doenga infecciosa,
e o status da exposi¢do para um individuo pode
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influenciar o desfecho dos demais individuos
na populacao 18.

Outra situacdo que impoe dificuldades é a
presenca de ciclos causais entre varidveis. Uma
das noc¢odes implicitas na condicdo casual de
Markov é que o comportamento dindmico do
sistema pode ser decomposto em uma cadeia de
causacoes sucessivas entre as varidveis no tempo.
Muitos fendmenos de interesse na epidemiologia
consistem em multiplos mecanismos interagin-
do entre si, em diferentes niveis e ao longo do
tempo. Considerando que a especificacdo desses
modelos é substancialmente mais exigente, em
alguns casos, poderd nao ser possivel represen-
tar a dinAmica dessas relacdes de causa e efei-
to por meio dos DAG. Outras técnicas baseadas
em simulacdo computacional e modelagem de
sistemas oferecem alternativas para o estudo e
representacao desses fen6menos 19.

Resultados: um exemplo de aplicacdo de
diagramas causais em epidemiologia

A seguir sdo apresentados DAG hipotéticos para
exemplificar as etapas da derivacao das implica-
¢oes estatisticas de um diagrama causal e da sele-
¢ao de varidveis para controle de confundimento.

Como simplificacado, neste exemplo, o cons-
tructo estresse no trabalho serd considerado co-
mo uma exposicdo dicotomica e representado
graficamente por um tnico vértice. No entanto,
em alguns casos, as varidveis mensuradas no
estudo nao corresponderdo as varidveis hipoté-
ticas em uma cadeia causal de interesse. Opera-
cionalmente, pode-se escolher indicadores para
representar uma varidvel de interesse que ndo
seja empiricamente observdvel ou que ndo tenha
sido mensurada. Nesses casos, deve-se incluir no
gréfico a varidvel latente e seus “substitutos”.

Além disso, assume-se aqui a auséncia de
erros de mensuragdo da exposicao, desfecho e
demais covaridveis. Entretanto, essa hip6tese é
pouco plausivel em estudos epidemioldgicos.
Desse modo, diagramas causais realistas devem
incluir vértices adicionais para cada varidvel
mensurada com erro 4. Em muitos casos também
serd necessdrio incluir um vértice no gréfico para
representar o processo de selecao dos individuos
(incluindo os procedimentos de selecao no estu-
do, perdas de seguimento, ndo resposta etc.) e in-
dicar as varidveis que explicita ou implicitamente
afetam a selegdo 3,20.

Em muitos casos serd indicado construir mais
de um gréfico aciclico direcionado para revelar as
principais incertezas sobre as relacdes entre as
varidveis, incluindo a presenca ou auséncia de
setas e a direcdo das relacoes 21.



Na Figura 2a, assume-se, por exemplo, que
o efeito do sexo na exposicao ao estresse no tra-
balho é mediado por fatores socioeconémicos
e ocupacionais, como escolaridade, renda e ti-
po de ocupacao. Essas nocdes estao codificadas
no gréfico por meio de diferentes caminhos (por
exemplo: o caminho entre sexo — escolaridade
— renda — estresse no trabalho).

Na Figura 2b, foi incluida uma seta entre cor
da pele/discriminacao racial e o estresse no tra-
balho para representar a hip6tese causal de que
a cor/raca tem um efeito sobre a exposi¢cdo ao
estresse ocupacional. Essa relacdo putativa pode
ser derivada do aumento dos niveis de estresse,
por exemplo, por meio de processos envolven-
do discriminacao racial no ambiente de traba-
lho. Note-se aqui que alguns autores apontam
limitacdes acerca da varidvel “cor da pele” como
marcadora de experiéncias de discriminacdo 22.
Logo, a escolha inadequada de varidveis ou indi-
cadores para a representagao de constructos (co-
mo discriminacao racial) tem implicacdes para a
validade do modelo considerado.

Também € hipotético que certos tragos de
personalidade podem influenciar escolhas pro-
fissionais, como tipo de ocupacao, e comporta-
mentos de saide associados a obesidade, como
a pratica de atividade fisica de lazer e alimenta-
¢do. A nova seta ligando escolaridade e estres-
se no trabalho representa a hip6tese causal de
que a escolaridade tem um efeito sobre a expo-
sicdo que ndo é mediada pelas demais varidveis
no gréfico.

Ressalta-se que esses diagramas causais
nao sdo modelos inteiramente adequados para
o tema de pesquisa. As simplificacdes adotadas
visaram facilitar o entendimento da aplicacdo
dos critérios graficos. No entanto, ha ferramen-
tas computacionais disponiveis 23,24, como o
DAGitty (http://www.dagitty.net), que facilitam
a aplicacao desses critérios graficos mesmo em
modelos mais complexos.

Implicacdes estatisticas de um diagrama
causal: o critério de d-separacéo

Na secdo anterior, foi apresentada a principal
condi¢do (CCM) que permite avaliar como uma
estrutura causal se relaciona com os dados ob-
servados. No entanto, uma maneira mais conve-
niente de verificar essa compatibilidade € listar
as relacdes de independéncia condicional im-
plicitas no DAG, por meio de um critério grafico
chamado de d-separacao 10.

A ideia principal do conceito de d-separagao
€ verificar se o “fluxo de dependéncia estatisti-
ca” estd ativo ao longo dos caminhos que ligam
as varidveis 17. Duas varidveis X e Y podem estar
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ligadas por muitos caminhos em um gréfico. X e
Y sao d-conectadas se houver qualquer caminho
aberto entre essas varidveis. Entao, X e Y sao d-
separadas se todos os caminhos que as conectam
estao bloqueados. Um caminho € dito bloqueado
por um conjunto de vértices Z:

1) se o caminho contém uma conexao em cadeia
(X — b —Y) ou uma conexao divergente (X — b
—Y), no qual o vértice central (b) estd contido
emZ, ou

2) se o caminho contém uma conexdo conver-
gente (X — ¢ < Y) no qual nem o vértice central
(c) e nenhum de seus descendentes estdo em Z.

Considere as relacdes entre trés varidveis, X,
Y e Z, representadas a seguir. Aplicando o critério
de d-separacao pode-se concluir se a varidvel X é
d-separada deY, dado Z.

X—>7Z-Y

X—7Z->Y

X—>Z<Y

Nos dois primeiros casos, X e Y sdo d-sepa-
radas por Z, pois o caminho entre X e Y € blo-
queado quando se condiciona pela varidvel
intermedidria nesse caminho (em 1) ou pela
causa comum (em 2). Em outras palavras, uma
associacdo marginal entre duas varidveis pode
refletir duas estruturas causais distintas — ou
hd uma relagao causal entre essas varidveis ou
essas duas varidveis compartilham uma causa
comum. Todavia, o fluxo de dependéncia esta-
tistica entre essas varidveis é bloqueado quando
se condiciona pela varidvel intermedidria ou pe-
la causa comum Z.

Por outro lado, o caminho representado (em
3) converge em Z, ou seja, Z é um vértice colisor
no caminho entre X e Y, e, portanto, esse cami-
nho é bloqueado. Assim, X e Y sdo marginalmen-
te independentes, jd que o Unico caminho entre
eles é bloqueado por um vértice colisor. Porém,
quando se condiciona pelo colisor Z (ou por seu
descendente), induz-se uma associacao entre as
varidveis anteriores das quais ele é dependente
(efeito). Portanto, X e Y sdo d-conectadas por Z.
Ou seja, uma associacao entre duas varidveis nao
pode ser explicada por um evento no futuro (o
seu efeito), mas quando se condiciona por um
efeito comum de duas causas independentes le-
va essas causas a se tornarem probabilisticamen-
te associadas, pois se se possui informacao sobre
uma das causas, a outra se torna mais ou menos
provéavel, dado que o efeito jd ocorreu 10.

Como demonstrado em Pearl 19, se duas va-
ridveis X e Y sdo d-separadas por Z em um DAG
G, isso implica que X e Y s@o condicionalmente
independentes dado Z em toda distribuicao de
probabilidades compativel com G. Por outro la-
do, se X e Y sdo d-conectadas por Z em um DAG
G, entdo X e Y sdo condicionalmente dependen-

Cad. Saude Publica, Rio de Janeiro, 32(8):e00103115, ago, 2016
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Figura 2

(2a) Grafico aciclico direcionado representando hipoteses sobre as relages entre exposicao, desfecho e demais covariaveis;

(2b) Grafico aciclico direcionado representando hipéteses alternativas.

2a)

Escolaridade

Ocupagéo

Estresse no trabalho

Obesidade

| Cor da pele/discriminagao racial

2b)

Personalidade

Ocupagéo

Escolaridade

Estresse no trabalho

l——% Obesidade

| Cor da pele/discriminagéo racial

Nota: circulo indica que a variavel ndo foi mensurada.

tes dado Z em, pelo menos, uma distribuicao de
probabilidades compativel com G.

A aplicacao do critério de d-separacao pode
se tornar uma tarefa dificil quando a estrutura
grafica contém um grande nimero de vértices
e ligacoes (setas). Nesses casos, é recomendado
a utilizacdo de softwares especificos, como o
DAGitty, que permitem verificar as implicacoes
estatisticas do modelo 23.

A Figura 3 apresenta as relacdes de inde-
pendéncia condicional definidas pela estrutura
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do diagrama causal da Figura 2a, por meio dos
critérios de d-separacao. Em seguida, essas re-
lacoes estatisticas podem ser avaliadas pelo uso
de alguma classe de teste de independéncia
condicional 11.

Se as implicacoes testaveis nao sao validadas
pelos dados, entdo o DAG pode ndo ser uma re-
presenta¢ao acurada dos processos causais que
geram os dados. Uma vez que a estrutura cau-
sal “correta” ndo pode ser inferida por meio de
informacdes puramente probabilisticas, o pes-



Figura 3
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Relagdes de independéncia condicional implicitas no diagrama da Figura 2a.

Implicagdes testaveis

Estresse no trabalho L sexo | idade, renda, ocupagao

Ocupagcéo L idade | escolaridade, sexo

Estresse no trabalho L cor da pele/discriminacao racial | idade, renda, ocupagéo

Obesidade L cor da pele/discriminagao racial | escolaridade, estresse no trabalho, idade, renda, sexo
Obesidade L cor da pele/discriminacao racial | escolaridade, idade, renda, sexo, ocupacao
Ocupagao L cor da pele/discriminagéo racial | escolaridade, sexo

Estresse no trabalho L escolaridade | idade, renda, ocupacéo

Renda L idade | cor da pele/discriminacéo racial, escolaridade, sexo

Obesidade L ocupacéo | escolaridade, estresse no trabalho, idade, renda, sexo

Nota: o simbolo “L" indica independéncia estatistica.

quisador deve avaliar cuidadosamente as estra-
tégias de modificacao do modelo. Ou seja, além
das questodes relacionadas aos testes de hipote-
ses, em especial a possibilidade de erros do tipo I
e tipo II, deve-se considerar que um mesmo con-
junto de relacdes de independéncia condicional
é consistente com multiplos graficos.

Como descrito em Greenland 20, para cada
par de vértices (X e Y) representado no gréfico,
assume-se um conjunto de hipéteses nulas que
inclui: (i) auséncia de causas em comuns entre
X eY nao representadas no DAG; (ii) auséncia de
associagdo induzida entre X e Y devido ao condi-
cionamento por um efeito em comum nao repre-
sentado no DAG; e (iii) se XeY ndo s3o adjacentes
(nem X — Y ouX «Y), entdo nao hd efeito causal
direto entre essas variaveis.

Nenhum desses pressupostos pode ser tes-
tado isoladamente por meio dos dados. Desse
modo, a auséncia de suporte empirico para es-
sas hipéteses representadas em um diagrama
implica, muitas vezes, a necessidade de “re-
laxamento” dos pressupostos causais. Assim,
muitos temas de investigacdo podem exigir
diagramas causais complexos, incluindo um
grande nimero de ligacGes (setas) e vértices pa-
ra representar varidveis latentes, erros de men-
suracao e selecao nas andlises 20. Como conse-
quéncia, a avaliacdo prévia desses modelos (e a
identificacdo dos parametros causais) pode se
tornar dificil.

Selecdo de varidveis para ajuste estatistico:
o critério da porta de tras

Pearl 10 sugere a notacao Pr(Y | doX =x)) e Pr(Y|
X =x) para distinguir entre a distribuicao de pro-
babilidade condicional dada uma intervencao
em X e dada a observacdo passiva de X, respecti-
vamente. O primeiro reflete como a distribuicdo
de Y deve ser modificada, dada a informacdo de
que X tenha sido manipulado, por alguma inter-
vencao externa, a assumir o valor “x”, enquanto a
segunda reflete como a distribuicdo deY deve ser
modificada, dado que se verifica que X = x.

Em geral, ndo se espera que uma intervengao
no fator de exposi¢do produza o mesmo efeito
que a observagao da exposicdo. Uma das razdes
para essa distingdo refere-se a presenca de ca-
minhos ndo causais que ligam a exposicao (E) e
o desfecho (D). Em um diagrama, os caminhos
diretos entre E e D representam a associa¢do cau-
sal entre essas varidveis, enquanto os caminhos
ndo diretos entre essas varidveis podem repre-
sentar uma fonte de associacdo espuria. Esses ca-
minhos ndo causais sdo chamados de caminhos
pela porta de trds (i.e., caminhos que comecam
com uma causa direta de E — seta pela porta de
trds — e terminam em D). O fluxo de dependéncia
estatistica entre esses caminhos estard ativo se,
e somente se, esses caminhos contém um an-
cestral (causa) comum de E e D 210, Ou seja, ha
confundimento quando a exposicao e o desfecho
compartilham uma ou mais causas em comum.
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Para o controle de confundimento € neces-
sdrio selecionar um conjunto de covaridveis que
permita bloquear todos os caminhos pela porta
de trads, enquanto mantém desbloqueados todos
os caminhos causais que ligam a exposicao e o
desfecho.

As principais estratégias tradicionais de se-
lecdo dessas covaridveis envolvem combinacoes
de critérios tedricos e estatisticos, como os crité-
rios tradicionais para definicdo de confundido-
res 25, abordagens baseadas em procedimentos
automadticos de selecdo de varidveis, como as
técnicas do tipo stepwise e outros critérios que
envolvem anoc¢do de ndo colapsibilidade de uma
medida de efeito 25.

Alguns autores tém demonstrado que todas
as trés estratégias podem levar a conclusoes
inadequadas, devido a omissdo de importantes
fatores de confusdo ou devido ao ajuste impro-
prio para nao confundidores 3,15.26. Diferentes
tipos de varidveis, como varidveis intervenien-
tes e colisores, podem comportar-se estatistica-
mente como fatores de confusdo, ainda que, de
fato, ndo o sejam. Por tal razdo, a compreensao
da estrutura causal € um passo essencial quando
pretendemos determinar se a inclusdao de uma
determinada covaridvel no conjunto para ajuste
é passivel de reduzir ou aumentar o viés na esti-
mativa de efeito 27.

Neste trabalho, é considerada apenas a ava-
liacdao do efeito total de uma exposicdao e um
desfecho. No entanto, esses critérios podem ser
generalizados para considerar mais de uma ex-
posicdo e/ou desfecho. Andlises de efeitos dire-
tos e indiretos necessitam de regras adicionais
descritas em Pearl 6.

Como descrito em Pearl 10, um conjunto de
varidveis S satisfaz o critério da porta de tras
com relacdo a uma exposicao (E) e um desfecho
(D) em um DAG se: (i) S ndo contém nenhum
descendente de E; e (ii) as varidveis em S blo-
queiam todos os caminhos entre E e D que con-
tém uma seta apontando para E. Essas noc¢oes
podem ser identificadas por meio do seguinte
algoritmo gréfico 2:

a) Remova todas as setas que se originam da
exposicao. Em primeiro lugar, o conjunto S ndo
deve conter nenhum descendente da exposicao,
isto porque, ao condicionar por algum efeito da
exposicdo que seja interveniente narelacao entre
a exposicao (E) e desfecho (D) serd bloqueado
algum dos caminhos causais que ligam E a D.
Além disso, ao condicionar por efeitos da exposi-
¢ao, pode-se desbloquear ou criar caminhos que
ndo fazem parte do efeito de E em D, podendo,
portanto, introduzir viés. Por exemplo, se uma
covaridvel em S é um efeito comum da exposi-
¢do e do desfecho, a andlise condicionada por S
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geralmente resultard em uma associagdo entre
essas duas varidveis. Essa associagdo entre E e D
induzida por S é considerada como viés por con-
ta do condicionamento por um colisor (collider
stratification bias) 28;

b) Em seguida, junte com uma linha pontilhada
quaisquer varidveis que apresentam uma filha
em comum que esteja contida em S, ou que te-
nha um descendente em S. Ou seja, a ligacao en-
tre duas varidveis por meio da linha pontilhada
representa as associacdes induzidas em razao do
ajuste por S. Essas associacoes induzidas repre-
sentam novos caminhos que ligam a exposicao
ao desfecho e, portanto, devem ser incluidos no
novo grafico;

¢) No novo grifico, verifique se existe um cami-
nho aberto de E para D, que néo passa através
de um elemento de S. Serd considerado como
um conjunto suficiente se essas varidveis con-
tidas em S bloqueiam todos os caminhos (ndo
causais) que ligam a exposicao ao desfecho. Para
isso, todos os caminhos abertos (caminhos que
nao contém colisores) que ligam a exposi¢cdo ao
desfecho devem ser interceptados por uma va-
ridvel que esteja contida em S.

Considerando-se os diagramas causais na
Figura 2, pode-se testar, por exemplo, se as varid-
veis idade, sexo e renda s3o suficientes para con-
trole de confundimento. Nas Figuras 4, 5 e 6 sao
apresentados novos graficos para cada aplicacao
do critério da porta de trés.

Na Figura 4, verifica-se que o ajuste por es-
sas varidveis é insuficiente para o controle de
confundimento, pois alguns dos caminhos pela
porta de trds que ligam a exposicdo ao desfecho
permaneceriam desbloqueados. Nota-se que al-
guns dos caminhos bloqueados (por exemplo,
estresse no trabalho < ocupagdo — renda < cor
da pelel/discriminagao racial — escolaridade —
obesidade) se tornam ativos por causa do ajuste
por um vértice colisor (renda). Como todos es-
ses caminhos passam pelos vértices escolarida-
de e ocupacao, entdo a inclusdo de apenas uma
dessas covaridveis no conjunto para ajuste sera
suficiente para o controle de confundimento.
Além disso, se a cor da pele/discriminagdo ra-
cial estd relacionada com o estresse no trabalho
apenas através de seus efeitos sobre a renda e
escolaridade, entdo o ajuste para esta covaridvel
serd desnecessdrio.

Ou seja, mesmo que um conjunto de varid-
veis seja considerado suficiente para o controle
de confundimento, em algumas situacdes pode
ser desnecessdrio controlar por todas as varidveis
selecionadas 2. Dessa forma, pode-se verificar se
existe um conjunto com menor nimero de varia-
veis e que também seja suficiente para o controle
de confundimento.



Figura 4
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Gréfico representando a aplicagdo do critério da porta de tras no diagrama da Figura 2a. O conjunto para ajuste contém as

variaveis idade, sexo e renda.

[Sexo]

Escolaridade

Obesidade

Estresse no trabalho ‘

[Idade] e

Cor da pele/discriminagao racial

Nota: setas em negrito, destacam-se os caminhos pela porta de tras desbloqueados.

Um conjunto minimo suficiente é o menor
conjunto de varidveis capaz de bloquear todos os
caminhos pela porta de trds que ligam a exposi-
¢do ao desfecho 10. Uma forma de determinar se
existe tal conjunto minimo e suficiente € excluir
algumas varidveis do conjunto candidato para o
ajuste e aplicar novamente os passos anteriores.

No diagrama da Figura 2a, com a aplicacdo
do critério da porta de trds, sdo obtidos quatro
conjuntos suficientes para controle de confun-
dimento S; = idade, sexo, renda, escolaridade,
ocupagao e cor da pele/discriminagdo racial; S,
= idade, renda, escolaridade, ocupacgdo e cor da
pele/discriminacdo racial; S; = idade, sexo, renda,
escolaridade e cor da pelel/discriminagdo racial;
S, = idade, renda, ocupagdo e cor da pele/discri-
minagdo racial e dois conjuntos minimos e su-
ficientes, Sm,; = idade, renda e ocupagdo e Sm, =
idade, sexo, renda e escolaridade. constata-se que
um conjunto contendo todas as causas diretas
da exposicao serd considerado suficiente, mas
em alguns casos nao serd um conjunto minimo.

Considerando as hipdteses alternativas re-
presentadas no diagrama da Figura 2b, pode-se
testar se esses conjuntos minimos (Sm; e Smy,)
continuam sendo suficientes para controle
de confundimento.

Como demonstrado na Figura 5, se a escola-
ridade e a cor da pele/discriminacao racial estao
relacionadas com o estresse no trabalho por meio
de outros caminhos que nao incluem a renda,
entdo as varidveis em Sm, ndo sao mais suficien-

tes para bloquear todos os caminhos pela porta
de trds que ligam a exposi¢ao ao desfecho. Alguns
desses caminhos incluem a varidvel escolaridade
(por exemplo, estresse no trabalho < escolari-
dade — personalidade — obesidade), os demais
caminhos sdo interceptados pelo vértice cor da
pele/discriminacdo racial (por exemplo, estresse
no trabalho — cor da pele/discriminagdo racial
— personalidade — obesidade). Assim, a inclusdo
dessas duas covaridveis no conjunto para ajuste
serd suficiente para controle de confundimento.

Da mesma maneira, o ajuste para as varidveis
em Sm, ndo é mais suficiente para controle de
confusao (Figura 6), pois os caminhos que ligam
o estresse no trabalho a obesidade, por meio de
uma causa comum nao observada (personalida-
de), permanecem desbloqueados. Como esses
caminhos passam pelo vértice ocupagdo, entao
é necessdrio incluir essa covaridvel no conjunto
para ajuste. Portanto, se a estrutura causal repre-
sentada na Figura 2b estd correta, entdo os con-
juntos (minimos), Smz=iidade, renda, ocupagdo,
escolaridade e cor da peleldiscriminagdo racial e
Smy = idade, sexo, renda, escolaridade e ocupagdo
sdo suficientes para controle de confundimento.

Nos exemplos anteriores, criou-se a hipétese
de que a relagdo entre a variavel latente (perso-
nalidade) e o estresse no trabalho é mediada pe-
lo tipo de ocupacao. Todavia, se a personalidade
tem um efeito direto na exposicao ao estresse no
trabalho, alguns dos caminhos pela porta de trds
incluirdo uma varidvel ndo observada, impossi-
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Figura 5

Gréfico representando a aplicagéo do critério da porta de tras no diagrama da Figura 2b. O conjunto para ajuste contém as

varidveis idade, renda e ocupacéo.

Personalidade

[Renda] ,/T Estresse no trabalho ‘ ‘ Obesidade

[Idade]

Cor da pele/discriminagéo racial

Nota: setas em negrito, destacam-se os caminhos pela porta de tras desbloqueados.

Figura 6

Gréfico representando a aplicagéo do critério da porta de tras no diagrama da Figura 2b. O conjunto para ajuste contém as

variaveis idade, sexo, renda e escolaridade.

Personalidade

[Escolaridade] [Renda] 7 Estresse no trabalho ‘

[Idade]

Cor da pele/discriminagéo racial

Nota: setas em negrito, destacam-se os caminhos pela porta de tras desbloqueados.

Cad. Saude Publica, Rio de Janeiro, 32(8):e00103115, ago, 2016



bilitando o ajuste estatistico. Contudo, mesmo
na presenca de tais confundidores nao mensu-
rados, pode-se, as vezes, concluir que o efeito de
uma exposicao € identificdvel. Um método geral
para identificar conjuntos suficientes para ajuste
estatistico foi desenvolvido por Shpitser 17.

Outra questado importante é a necessidade de
determinar se dois conjuntos candidatos para
ajuste possuem o mesmo potencial deredugdo de
viés. Para o gréfico apresentado na Figura 2a, com
aaplicacdo do critério da porta de trds, obtém-se
dois conjuntos minimos suficientes para o ajuste
estatistico (Sm, = idade, renda e ocupacgdo e Sm,
=idade, sexo, renda e escolaridade). Se a estrutu-
ra causal representada no diagrama estd correta,
entdo os dois conjuntos de covaridveis impli-
cam a mesma reducado do viés de confusao 10.
No entanto, outros aspectos como dimensiona-
lidade, erros de mensuracgdo e variabilidade da
amostra sdo passiveis de influenciar a estimativa
de efeito 29. Contudo, a natureza ndo paramétrica
dos diagramas causais implica que alguns desses
fatores ndao podem ser facilmente considerados
pela teoria gréfica basica.

Com base nas formalizacdes tedricas apre-
sentadas em Pearl & Paz 29 e Greenland & Pearl 30,
abordagens alternativas para selecao de varidveis
para ajuste tém sido propostas utilizando a com-
binagao de diagramas causais e procedimentos
estatisticos tradicionais 21.

Os diagramas causais podem ainda gerar
conclusoes tteis, mesmo em situacdes nas quais
ndo é possivel identificar um conjunto suficiente
de varidveis para o controle de confundimento.
Por exemplo, quando o controle para fatores de
confusao € inadequado, resultados qualitativos,
como a direc¢do do viés, podem ser obtidos, em
certos casos, por intermédio de diagramas cau-
sais valorados 31. Na presenca de mdiltiplos vie-
ses, outras estratégias quantitativas podem ser
adotadas. Greenland 32 apresenta uma revisao
sobre diferentes técnicas para modelagem de
viés na andlise de estudos observacionais.

Consideracdes finais

A andlise causal em estudos observacionais re-
quer, ao menos, duas fontes de informacao:
dados empiricos e pressupostos causais. Nesse
contexto, a principal contribuicao da teoria dos
diagramas causais é oferecer uma nova lingua-
gem para a comunicacao desses pressupostos
e permitir caracterizar o que pode e nao pode
ser apreendido, dado o conjunto de premissas
escolhidas.

Porém, as limitacdes praticas relacionadas ao
que pode ser observado e ao conhecimento cien-
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tifico disponivel impdem algumas dificuldades
para a construcdo e a utilizacdo desses modelos.

Algumas dessas dificuldades podem ser mi-
nimizadas mediante estratégias adotadas duran-
te a fase de planejamento do estudo. Nesta fase,
o exercicio de construcdao de modelos causais
plausiveis bem como a reflexao cuidadosa sobre
hipéteses alternativas permitirdo, por exemplo,
identificar mais facilmente os dados necessdrios
para responder a uma determinada pergunta
de pesquisa, assim como o desenho de estudo
mais apropriado. A construcdo desses modelos
pode ser vista como um processo circular, pois, a
medida que algumas hipéteses sao falsificadas e
novas evidéncias sao obtidas, essas informacoes
podem ser combinadas para construir e atualizar
os modelos causais.

Além disso, a utilizacdo desses diagramas na
comunicacao dos resultados permite que mode-
los concorrentes possam ser comparados, faci-
litando a identificacdo de possiveis explicacoes
para resultados inconsistentes encontrados na
literatura. Contudo, como estruturas causais di-
ferentes nem sempre resultam em conclusoes
distintas sobre confundimento, a comparacao
entre diagramas causais pode facilitar a identifi-
cacao de outras possiveis fontes de viés e incer-
teza na interpretacdo dos resultados do estudo.
Nesse contexto, ressalta-se que a comunicagao
ndo transparente de qualquer incerteza sobre os
modelos adotados pode contribuir para subesti-
macdo da incerteza e para uma falsa percepcao
de testabilidade do modelo, assim como pode
impedir ou limitar a sua consideracao pela co-
munidade cientifica.

Por fim, destaca-se que, independentemente
da abordagem utilizada, a inferéncia causal em
estudos observacionais quase sempre serd um
exercicio desafiador, e a identificabilidade de um
parametro causal sempre dependera da validade
do modelo considerado.
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Resumen

A pesar del creciente reconocimiento de su potencial,
los diagramas causales todavia se utilizan poco en la
investigacion epidemioldgica. Una de las posibles ra-
zones es que muchos programas de investigacion estdn
involucrados en temas sobre los cuales existe un cierto
grado de incertidumbre acerca de los mecanismos de
los procesos que generan los datos. En este trabajo, la
relacion entre estrés ocupacional y obesidad se utiliza
como un ejemplo de aplicacion de diagramas causales
en cuestiones relacionadas con la confusion. Se pre-
sentan etapas de la seleccion de variables para el ajus-
te estadistico y de la derivacion de las implicaciones
estadisticas de un diagrama causal. La principal ven-
taja de los diagramas causales es hacer explicitas las
hipdtesis adyacentes al modelo considerado, permi-
tiendo que sus implicaciones puedan ser analizadas
criticamente, facilitando, de esta forma, la identifica-
cion de posibles fuentes de sesgo e incertidumbre en los
resultados de un estudio epidemioldgico.

Causalidad; Métodos Epidemiologicos; Sesgo
(Epidemiologia); Modelos Estadisticos
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