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Abstract

This paper presents a case study on environmen-
tal aspects related to the occurrence of visceral 
leishmaniasis in Teresina, Piauí, Brazil, from 
1993 to 1996, in order to discuss the use of some 
appropriate geo-processing methods for median-
resolution remote sensing images potentially use-
ful for studying vector-borne transmissible dis-
eases in urban areas. We present the main tech-
niques: registration, geometric correction, resto-
ration, fusion, segmentation, and classification. 
Using intra-class correlation indices applied to 
the proportion of area by class in the census tract, 
we compare four classifiers: Maxver, Bhattacha-
rya, K-means, and Isoseg. This comparison was 
not devised to choose the best classifier, but to 
depict different classification scenarios aimed at 
recognizing the best identifiable image classes in 
urban settings. We conclude that even with limit-
ed resources, using low-cost and easily available 
median resolution images and free software to 
process and integrate information, it is possible 
to identify land use characteristics, potentially 
appropriate for analyzing urban areas exposed 
to environmental risk for vector-borne diseases.

Remote Sensors; Visceral Leishmaniasis; Endemic 
Diseases

Introdução

A ocorrência de doenças endêmicas transmitidas 
por vetores caracteriza-se por padrões espaço-
temporais distintos. Aspectos do meio físico-bi-
ótico, que chamamos aqui de ambientais – regi-
me de chuvas, temperatura, vegetação, coleções 
hídricas, relevo e geomorfologia, por exemplo 
– estão associados à proliferação das populações 
de reservatórios, vetores e agentes infecciosos 1. 
Em estudos ecológicos é importante revelar os 
relacionamentos dos padrões de ocorrência de 
doenças com estas variáveis de caracterização 
ambiental. A presença ou ausência de cobertura 
vegetal vem sendo a característica mais freqüen-
temente utilizada nos estudos que buscam rela-
cionar ambiente e doenças endêmicas, por seu 
papel na manutenção do ciclo biológico de veto-
res e agentes infecciosos, uma vez que esta variá-
vel é de resposta relativamente rápida, quando da 
alteração de outras variáveis ambientais como a 
precipitação, temperatura e umidade 2. A relação 
entre características descritoras da paisagem am-
biental e ocorrências de doenças endêmicas é me-
diada pela estrutura demográfica da população 
e pelo perfil sócio-econômico local, atuando so-
bre a suscetibilidade e as possibilidades de conta-
to com vetores e reservatórios 3,4. O uso de senso-
riamento remoto por imageadores orbitais se 
apresenta como uma possibilidade metodológi-
ca, que permite a caracterização das variáveis am-
bientais de interesse em estudos de endemias.
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As técnicas de classificação automática e se-
mi-automática de imagens de sensoriamento 
remoto permitem ampliar e acelerar o processo 
de aquisição de informações ambientais relevan-
tes no contexto dos estudos enfocando a intera-
ção ambiente-doença. Com o uso dos recursos 
de Sistemas de Informações Geográficas (SIG), 
como ambiente computacional para integração 
dessas variáveis com outras relativas à ocorrên-
cia da doença, como os dados de caracterização 
do perfil sócio-econômico-demográfico, é possí-
vel montar um painel sócio-territorial ampliado, 
que potencializa e amplia o olhar do epidemiolo-
gista sobre potenciais focos e áreas de risco.

O interesse recente da saúde pública nas 
possibilidades de uso do sensoriamento remoto 
para o estudo de endemias tem se concentrado 
nas áreas rurais 1. Entretanto, devido ao processo 
de urbanização de diversas endemias, como a 
leishmaniose cutânea e visceral, é oportuno ex-
plorar o uso potencial dessas imagens em áreas 
urbanas e peri-urbanas. A questão urbana é mais 
complexa e requer o uso de resoluções mais finas 
e algoritmos de classificação mais especializa-
dos. Entretanto, mesmo em médias resoluções, 
usando recursos de processamento de imagens, 
é possível detectar cenários de risco pela textura 
observada como, por exemplo, áreas de ocupa-
ção urbana mais ou menos organizada, regiões 
muito densas ou com maior cobertura de vege-
tação, aglomerados populacionais próximos a 
coleções de água ou a terras recém-desmatadas. 
Essas características formam mosaicos que po-
dem traduzir a dinâmica da interação entre hos-
pedeiros, vetores e agentes infecciosos 1.

A seguir apresentamos uma breve revisão dos 
métodos de pré-processamento das imagens de 
sensoriamento remoto de média resolução, ne-
cessários para os procedimentos de classificação 
aqui utilizados, e para sua integração, em SIG, 
com outras fontes de informação em áreas urba-
nas. Os principais procedimentos adotados são 
apresentados, de forma simplificada, de modo 
a permitir ao especialista na área de saúde uma 
visão geral de como utilizar o dado de sensoria-
mento remoto em seus estudos. Esse item inclui 
um fluxograma descrevendo os dados de entrada 
e as operações necessárias para extração da in-
formação relevante no contexto do estudo. Um 
método para analisar a concordância dos mapas 
temáticos gerados a partir dos classificadores de 
imagem por região (Bhattacharya e Isoseg) e por 
pixel (Maxver e K-médias) é apresentado, e seus 
resultados analisados e discutidos observando o 
contexto do estudo de caso em Teresina, Piauí. 
Esperamos, a partir de uma aplicação relevan-
te, discutir a aplicabilidade de um conjunto de 
técnicas ligadas ao sensoriamento remoto em 

média resolução no estudo de endemias trans-
mitidas por vetores em áreas urbanas.

A aplicação do sensoriamento remoto 
em áreas urbanas

O resultado dos procedimentos de classificação 
é um mapa temático, onde cada classe é definida 
pelo usuário no contexto de sua aplicação; neste 
estudo visando a indicar situações que poten-
cializem a transmissão de leishmaniose visceral. 
A indicação parte do conhecimento prévio, de 
especialistas, que identifica as classes conforme 
a probabilidade de contato entre população hu-
mana, vetores e reservatórios.

Em área urbana, o uso de imagens de sen-
soriamento remoto de média resolução e de 
classificadores é um desafio. As dificuldades são 
proporcionais ao nível de detalhe que se deseja 
observar, ou seja, as classes temáticas desejadas 
para o estudo, e às limitações impostas pelas 
resoluções espaciais e espectrais dos sensores. 
Existe um grande empenho no desenvolvimento 
de algoritmos que possam ser mais adequados 
à complexidade existente 5. Encontra-se na lite-
ratura o uso de metodologias híbridas, em que 
dois ou mais classificadores são utilizados; clas-
sificadores por regra de decisão, em que padrões 
diferentes podem ser separáveis com base em 
uma ou mais características 6; os que incorpo-
ram características adicionais como textura 7; os 
que utilizam algoritmos fuzzy 8. No entanto, para 
os objetivos deste artigo nos concentraremos em 
métodos de classificação semi-automática de 
imagens de sensoriamento remoto, consolida-
dos e há muito utilizados em estudos nas áreas 
ligadas às Ciências Ambientais e às Ciências da 
Terra em geral.

Classificadores de imagens de sensoriamento 
remoto podem ser vistos a partir de dois enfo-
ques 8. O primeiro observa cada pixel isolada-
mente, realizando uma classificação por pixel, 
ou, alternativamente, utilizando o conceito de 
região, conjuntos de pixels definidos por uma 
propriedade de similaridade. O segundo enfoque 
refere-se ao fato de os classificadores serem su-
pervisionados, exigindo uma fase de treinamento 
anterior à classificação, ou não-supervisionados, 
baseado unicamente nos dados (os pixels que 
formam a imagem). Os classificadores super-
visionados passam por um processo de treina-
mento em que o usuário faz uso de informações 
que permitem a identificação de suas classes de 
interesse. Os não-supervisionados utilizam algo-
ritmos de agrupamentos. Embora automáticos, 
com pouca participação do investigador, nesta 
fase, os métodos não-supervisionados precisam 
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passar pelo processo conhecido como rotulação. 
É na rotulação que o especialista então decide 
que a cada pixel ou região classificada, uma de-
terminada classe temática, do domínio do pro-
blema, será atribuída.

Na área da saúde, a dimensão em estudo – 
casos de doença – é estimada por meio de conta-
gens de casos por área, freqüentemente o setor 
censitário, considerada uma unidade de análise 
de tamanho adequado 9, abrangendo população 
em torno de 800 pessoas 10. Na imagem de senso-
riamento remoto não vemos setores censitários, 
o que vemos é a cidade como um contínuo com 
os elementos que a constitui: casas, ruas, praças, 
parques etc. Uma etapa importante é sobrepor, 
em um mesmo ambiente computacional, os da-
dos relativos aos setores e a imagem. Isso é feito 
em um SIG. Para fazê-lo, alguns procedimentos 
são necessários, uma vez que em médias resolu-
ções alguns detalhes podem não estar visíveis, o 
que dificulta a sobreposição. Para fazer um bom 
ajuste dos setores na imagem, os procedimen-
tos de restauração e fusão, que serão comenta-
dos adiante, são utilizados, fazendo com que a 
imagem de 30m possa ser observada com 10m e 
com 5m, com alguma degradação, mas realçan-
do características importantes como traçado de 
ruas, permitindo um melhor ajuste dos setores 
sobre a imagem. Após esse ajuste, utilizando os 
setores sobrepostos à imagem, observa-se uma 
heterogeneidade na composição dos setores. 
Alguns são grandes e pouco urbanizados, ou-
tros pequenos e muito densos; outros setores 
apresentam uma ocupação claramente desor-
ganizada, outros possuem uma ocupação pla-
nejada, e outros ainda apresentam composição 
dessas formas de ocupação, acrescidas de pouca 
cobertura vegetal e poucos parques; e por fim, 
vemos setores com uma ocupação organizada e 
arborização. Esses padrões de ocupação podem 
estar associados à ocorrência de endemias. Para 
testar essas hipóteses e quais dessas variáveis de 
fato participam do processo de estabelecimento 
e manutenção da endemia, é necessário aferir 
essas variáveis. Este artigo mostra como essas 
variáveis podem ser obtidas, extraindo da ima-
gem, por meio do processo de classificação, a 
variedade de classes temáticas representativas 
de padrões de uso e cobertura do solo urbano, e 
distribuindo essas classes em cada um dos seto-
res censitários.

As classificações semi-automáticas com base 
nas imagens de sensoriamento remoto estão su-
jeitas a erros. Estes são devido à interpretação fei-
ta pelo especialista; às características de resposta 
espectral semelhante para diferentes elementos 
da paisagem urbana; à resolução espacial do 
sensor; à falta de dados coletados em campo 

para uma verificação mais apurada dos resulta-
dos gerados pelos classificadores, entre outros. É 
desejável que esses erros de classificação sejam 
quantificados. Para isso é necessário comparar 
cada classificação com uma de referência, mui-
tas vezes baseada em inspeção local, o que nem 
sempre é possível. Neste trabalho, não fazemos 
uma avaliação do resultado da classificação com 
referência a dados de inspeção local. É feita uma 
comparação entre os mapas temáticos gerados 
pelos classificadores, a partir de uma medida de 
correlação intraclasse, e da avaliação dos cená-
rios gerados com o uso de um conjunto de fotos 
aéreas da região (analógicas).

Etapas envolvidas no processamento 
das imagens

O registro de imagem refere-se ao ajuste dos 
sistemas de coordenadas de duas imagens de 
uma mesma área, utilizando-se um dos siste-
mas como referência. Para integrar imagens de 
diferentes períodos ou diferentes sensores essa 
operação é necessária. Define-se correção geo-
métrica como a transformação de uma imagem 
de sensoriamento remoto à escala e projeção de 
um mapa de referência 11. Para que as imagens 
possam ser integradas aos SIG essas operações 
são necessárias 6.

Os registros podem ser manuais ou automá-
ticos. Para o registro manual é necessário identi-
ficar pontos de controle no terreno usando sis-
temas de posicionamento global (global positio-
ning system – GPS) 6. O registro automático utiliza 
algoritmos para detecção de pontos de controle 
baseados na correlação entre as duas imagens 
com mínima interferência do usuário 12.

As técnicas de restauração visam a modelar 
o processo de degradação radiométrica a fim de 
obter imagens com menos ruído e maior nível de 
detalhes. Para essa operação são utilizados filtros 
lineares cujos pesos são obtidos a partir das ca-
racterísticas do sensor e banda espectral 13.

A operação de fusão tem por objetivo princi-
pal integrar informação de diferentes sensores, a 
fim de se obter uma imagem com melhor resolu-
ção espacial e espectral. A fusão é muito utiliza-
da quando o sensor é rico em características es-
pectrais, e possui uma banda pancromática com 
resolução melhor, como os sensores do Landsat 
ETM-7, o SPOT e o Ikonos. Dentre algumas técni-
cas de fusão, a mais comum é a que utiliza uma 
transformação no espaço de cores conhecida por 
IHS 6,14.

A segmentação é uma operação que divide a 
imagem em regiões compostas por conjuntos de 
pixels que apresentam propriedades semelhan-
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tes como: valor de sua resposta espectral próxi-
mo, textura etc. 15.

A classificação supervisionada é aquela que 
necessita de um treinamento no qual o usuário 
determina, por meio de amostras, características 
do objeto que se quer mapear. Esses objetos ou 
classes devem ser definidos a priori e sua identi-
ficação é limitada pelas características espaciais, 
espectrais do sensor utilizado. Pode-se usar co-
mo área de treinamento uma região delimitada 
pelo usuário ou algumas regiões da imagem seg-
mentada, já que estas anteriormente determina-
ram regiões homogêneas, segundo o critério de 
semelhança utilizado. Dessas amostras de treina-
mento calculam-se parâmetros para cada classe.

O classificador supervisionado por máxima 
verossimilhança, Maxver, é o mais utilizado em 
sensoriamento remoto 6. É uma classificação 
pontual, baseada no valor radiométrico do pixel 
e nos parâmetros da distribuição Gaussiana de 
cada uma das classes de treinamento. O mapa 
obtido por esse classificador, em geral, tem uma 
aparência ruidosa, visto que o contexto espacial 
não é considerado.

A classificação Bhattacharya, por outro lado, 
utiliza amostras de alguns segmentos para trei-
nar o classificador, calculando a média e matriz 
de covariância de cada classe. Em seguida, cada 
segmento é alocado a uma dessas classes segun-
do a menor distância de Bhattacharya 16.

Na classificação não-supervisionada as clas-
ses não são definidas a priori e, portanto, uma 
operação de rotulação pós-classificação se faz 
necessária. O classificador não-supervisionado 
denominado Isoseg 15, baseia-se no agrupamen-
to de regiões similares caracterizadas pela mé-
dia e pela matriz de covariância. O número de 
classes é dependente do limiar de aceitação de-
terminado pelo usuário. Esse limiar define uma 
distância máxima de Mahalanobis. Regiões cujas 
médias estiverem dentro do hiperelipsóide, defi-
nido pelo limiar de aceitação, pertencem a uma 
certa classe. O K-médias é um classificador não 
– supervisionado que utiliza uma abordagem de 
agrupamento. O espaço de atributos da imagem 
é partido em K grupos. A partir dessa situação 
inicial, cada pixel da imagem é alocado ao centro 
mais próximo segundo a distância euclidiana 6.

Uma matriz de erro é uma forma de repre-
sentar a precisão de um mapa temático. As colu-
nas da matriz representam o dado de referência 
e as linhas o resultado da classificação. Os valores 
na diagonal dessa matriz, geralmente contendo 
número de pixels, representam a concordância 
entre o classificador e a referência. A precisão 
individual de cada categoria pode ser analisada 
via erros de inclusão, ou seja, incluir uma área 
numa categoria que ela não pertence, e através 

de erros exclusão, qual seja, excluir uma área de 
uma categoria a qual ela pertença. Além desses 
erros é possível calcular também medidas como 
acurácia total, acurácia do produtor e acurácia 
do usuário 17.

Uma medida de concordância comumente 
utilizada é a estatística kappa 18. Essa medida, 
utilizada para dados categóricos, é definida co-
mo a proporção de concordância observada não 
decorrente do acaso, em relação à máxima con-
cordância não devida ao acaso 19. Valores possí-
veis para kappa variam de -1 a +1. Espera-se uma 
correlação positiva entre o dado de referência e o 
da classificação e um valor maior que a concor-
dância ao acaso, representada pelo valor 0.

Para dados contínuos, uma medida de con-
cordância é o ICC (coeficiente de correlação in-
traclasse). O ICC estima a proporção da varia-
bilidade total devida à variação entre os classi-
ficadores e também varia de -1 a +1. Landis & 
Koch 20 propõem a seguinte classificação para in-
terpretação dos resultados de análises baseadas 
nas estatísticas kappa e/ou ICC: quase perfeita 
(> 80%), substancial (entre 60% e 80%), mode-
rada (entre 40% e 60%), fraca (entre 20% e 40%), 
quase nenhuma (< 20%) 21.

Material e método

Área de estudo

Teresina, capital do Estado do Piauí, localiza-se 
na confluência dos rios Parnaíba e Poti, centra-
lizada a 5°5’ de Latitude Sul e na Longitude Oes-
te de 42°48’. A região de estudo abrange a área 
urbana da cidade e a correspondente malha de 
setores censitários do ano de 1991. A cidade tem 
um clima tropical com temperatura média anu-
al de 27°C e precipitação pluviométrica média 
anual de 1.300mm. A vegetação predominante 
consiste de árvores esparsas e arbustos, existindo 
nas periferias da cidade regiões de pastagem e 
floresta tropical. O uso do solo na região é pre-
dominantemente urbano residencial, comercial 
e industrial. Na cidade de Teresina, uma das ca-
pitais mais pobres do Brasil, a leishmaniose vis-
ceral é um problema de saúde pública. Em 1980 
houve a primeira epidemia urbana, com número 
de casos crescente até 1985, declinando nos anos 
seguintes até início de uma nova epidemia na 
década de 90, quando registrou-se um número 
de casos, novos, maior que 1.200.
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Imagens de sensoriamento remoto utilizadas

Para o estudo utilizou-se uma imagem Landsat-
TM5, passagem em 17 de agosto de 1990, e uma 
Landsat-ETM7 de 6 de julho de 2001, órbita 219, 
ponto 64, projeção UTM. A imagem de 1990 foi 
escolhida por ter uma data próxima a do censo 
demográfico. A de 2001, por conter uma banda 
pancromática com 15m de resolução, foi utiliza-
da para possibilitar o registro dos setores censitá-
rios à imagem em ambiente SIG.

Foram utilizadas as bandas 3 (vermelho), 4 
(infravermelho próximo) e 5 (infravermelho mé-
dio), em acordo com a literatura para estudos ur-
banos, por serem as bandas, no Landsat, que per-
mitem acomodar melhor as respostas espectrais 
em alvos urbanos, nesta resolução 22. O período 
escolhido foi o de seca, pela facilidade de se obter 
imagens sem cobertura de nuvens.

Utilizou-se o programa SPRING versão 
4.1 (Sistema de Processamento de Informações 
Georeferenciadas; http://www.dpi.inpe.br/
spring) 23.

Processamento e análise

A Figura 1 ilustra as principais etapas da me-
todologia utilizada. A imagem foi segmentada 
para aplicações dos classificadores Bhattacha-
rya e Isoseg. Para o treinamento da classificação 
supervisionada e a rotulação da classificação 
não-supervisionada, utilizou-se um conjunto de 
amostras com fotos aéreas e informações de es-
pecialista que desenvolve trabalho de campo na 
região.

A imagem de 1990 foi utilizada para a classifi-
cação visando a posterior análise de casos da do-
ença entre 1993 e 1996. A de 2001, única ETM-7, 
com a banda pancromática de 15m, passou pela 
operação de restauração e fusão com a finalida-
de de se obter uma imagem colorida com 5m de 
resolução, para o registro do setor censitário à 
imagem. Sendo a imagem de 2001 e os setores de 
1991, cruzamentos de ruas foram utilizados co-
mo referência para os ajustes. A sobreposição dos 
setores censitários de 1991 à imagem, permitiu 
o cálculo da proporção de cada classe temática 
definida em cada setor.

Diversas segmentações, com variação dos 
parâmetros de similaridade e de área, foram 
apresentadas ao especialista para seleção dos 
padrões de interesse, que escolheu a combina-
ção similaridade = 12 e área = 50 para as classifi-
cações Isoseg e Bhattacharya. Na Figura 2, para 
ilustrar os diferentes resultados que podem ser 
obtidos nessa operação, é apresentado o resulta-
do das segmentações com duas combinações de 
similaridade e área.

No treinamento dos classificadores supervi-
sionados e rotulação dos não-supervisionados 
foram utilizadas as amostras ilustradas na Figura 
3, e descritas na Tabela 1. As classes foram esco-
lhidas de forma a priorizar certos padrões espa-
ciais importantes para a ocorrência da endemia, 
definidas pelo especialista, independente de co-
nhecimento prévio dos algoritmos.

Para o treinamento do classificador Bhatta-
charya as amostras foram superpostas aos seg-
mentos. Na etapa de rotulação, referente aos 
classificadores K-médias e Isoseg, utilizou-se o 
conjunto de amostras. Para o método Maxver, 
algumas amostras foram utilizadas para adqui-
rir os parâmetros estatísticos para cada classe, e 
outras separadas para serem usadas como amos-
tras-teste, possibilitando uma avaliação prévia 
da classificação por meio do índice kappa.

Um programa utilizando a linguagem 
LEGAL 24 foi desenvolvido para calcular a pro-
porção de cada classe nos setores censitários, 
para cada um dos classificadores. Os classifi-
cadores foram comparados pelo coeficiente de 
correlação intraclasse.

Resultados

O classificador Maxver foi avaliado utilizando-se 
as amostras teste, obtendo-se acurácia total de 
71,68% (Tabela 2). Para as classes água, solo ex-
posto e vegetação densa, a acurácia em relação 
ao padrão de referência (amostras de treinamen-
to) é alta e para as diversas classes residenciais 
a acurácia foi apenas moderada. Os resultados 
obtidos para as classes residenciais com muita 
vegetação, com vegetação moderada e esparsa 
muito verde foram ligeiramente superiores a 
40%. Houve confusão na classificação das amos-
tras das duas primeiras classes mencionadas, e 
entre a residencial esparsa muito verde com a 
vegetação densa e a agricultura. Esse desempe-
nho, no caso do classificador Maxver, pode ser 
explicado pelas dificuldades em estabelecer es-
sas classes temáticas nessa resolução espacial, 
considerando a limitação para discriminar al-
vos com uma mistura de vários elementos em 
diferentes proporções, que causam impacto na 
resposta espectral e, portanto, na caracterização 
desses temas. Além disso, o classificador Maxver 
supõe uma distribuição Gaussiana para as clas-
ses e, algumas amostras obtidas apontavam para 
uma distribuição bimodal. O valor de kappa foi 
de 67,62%, ou seja, uma concordância modera-
da. O resultado visual do classificador Maxver é 
apresentado na Figura 4a.

O classificador Bhattacharya se aplica sobre 
o resultado do processo de segmentação 16, ou 
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Figura 1

Fluxograma da análise das imagens.

Subcena
Landsat

Setor
censitário

Georeferenciamento-
UTM-SAD69

Classificação
supervisionada

Classificação não-
supervisionada

Segmentação

Treinamento Treinamento Isoseg Agrupamento
K-médias

Maxver Bhattacharya Rotulação Rotulação

Cálculo da proporção de cada classe nos setores censitários

Correlação intraclasse

seja, classifica-se um conjunto de pixels, geran-
do áreas mais contínuas, de no mínimo 50 pixels 
(Figura 4b).

O classificador Isoseg apresentou resultado 
semelhante ao Bhattacharya, gerando 19 classes. 
Para o processo de rotulação buscou-se interse-
ções entre as classes encontradas e as amostras. 
Esse processo é lento e demanda uma boa ex-
periência e familiaridade com a interpretação 
de imagens de sensoriamento remoto. As áreas 
brancas no mapa (Figura 4c) mostram as áreas 
onde a rotulação não foi possível.

Para o algoritmo K-médias, também não-su-
pervisionado, só foi possível rotular seis classes 

(Figura 4d). Foram geradas 11 classes a partir das 
definições do especialista, embora, dado o tama-
nho da área, o número esperado de classes seja 
menor 25. No processo de rotulação as dificulda-
des foram semelhantes às do Isoseg.

A Tabela 3 mostra o ICC entre classificadores 
por classe e o ICC médio para cada combinação 
de classificadores. O K-médias não foi considera-
do nessa avaliação dada a diferença no número 
de classes. No cálculo do ICC médio não foram 
incluídas as classes “residencial com vegetação 
moderada” e “residencial esparsa muito verde” 
por não terem sido detectadas pelo classificador 
Isoseg. O ICC médio foi moderado para pratica-
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Figura 2

Segmentações sobrepostas à imagem.

2a) Segmentador com parâmetros de similaridade = 8 e 

área = 20.

2b) Segmentador com parâmetros de similaridade = 12 e 

área = 50.

mente todas as combinações de classificadores. 
As classes “água” e “vegetação densa” apresen-
taram um valor de ICC quase perfeito para al-
gumas combinações, confirmando que são bem 
detectadas por todos os classificadores. As clas-
ses “área descoberta”, “industrial ou comercial” 
e “residencial de alta densidade” tiveram um ICC 
acima de 60%. As áreas descobertas eram pou-
cas, mas foram detectadas similarmente pelos 
classificadores. As classes “industrial ou comer-
cial” e “residencial de alta densidade” ocuparam 
uma área razoável, a primeira mais concentrada 
na parte central do mapa e a segunda espalhada, 
mas com três agrupamentos com uma concor-
dância muito boa. “Solo exposto” apresentou ICC 
muito baixo em geral, e somente em dois gran-
des setores ao norte foram detectadas. A classe 
“banco de areia” quase não ocorre na imagem 
e o valor do ICC foi substancial apenas para a 

combinação Maxver e Bhattacharya, classifica-
dores supervisionados. O classificador Isoseg 
detectou presença de “banco de areia” em seto-
res para os quais essa classe estava ausente nos 
outros classificadores. O ICC das áreas “residen-
cial com vegetação moderada”, “residencial com 
muita vegetação” e “residencial esparsa muito 
verde” reflete a dificuldade dos classificadores 
em separar essas classes. Entre os classificadores 
Isoseg e Bhattacharya o ICC foi substancial na 
classe “residencial com muita vegetação”. Os va-
lores baixos para as outras combinações podem 
ser atribuídos ao baixo desempenho do Maxver 
na detecção dessa classe. As classes “residencial 
esparsa muito verde” e a “residencial com vege-
tação moderada” apresentaram um ICC mode-
rado para a combinação Maxver e Bhattacharya. 
Como o Isoseg não detectou essas duas classes, 
o ICC é nulo. Quanto à área de agricultura, o 
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Figura 3

Classes de amostras utilizadas para treinamento dos classifi cadores supervisionados e rotulação dos não-supervisionados.
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 Residencial de alta densidade

 [Residencial densa (RD)]

 Residencial com vegetação moderada

 [Residencial verde (RV)]

 Residencial com muita vegetação 

 [Residencial muito verde (RMV)]

 Residencial esparsa muito verde

 [Residencial esparsa muito verde (REMV)]

 Vegetação densa [Vegetação densa (VD)]

 Industrial ou comercial [Indústria comércio (IC)]

 Solo exposto [Solo (S)]

 Agricultura [Agricultura (AG)]

 Banco de areia [Banco de areia (BA)]

 Área descoberta [Área construída descoberta (AD)]

 Água [Água (A)]

 

 8 987 672 315

 

 7 2.674 2.159 515

 

 8 2.481 1.779 702

 

 4 2.616 1.843 773

 6 4.709 3.967 742

 6 1.258 854 404

 4 2.114 936 1.178

 6 3.068 2.420 648

 3 150 125 25

 4 736 595 141

 6 355 244 111

Área residencial sem cobertura vegetal

Área residencial com cobertura vegetal baixa

Área residencial com cobertura vegetal alta

Residências em áreas rurais onde a cobertura vegetal 

é densa

Grandes áreas com cobertura vegetal densa

Região central com alta densidade de ruas

Solo exposto

Áreas agrícolas

Áreas arenosas presentes nos rios

Áreas desmatadas para construções ou plantações

Coleções hídricas, lagos, rios etc.

Tabela 1

Classes, defi nições, número de amostras para cada classe, número de pixels para aquisição e teste. 

 Classes [Denominação utilizada (código)] Amostras Pixels/Amostras Definição das classes temáticas

 Total Aquisição Teste

Tabela 2

Avaliação da classifi cação Maxver utilizando amostras teste.

 Classes RD RV RMV REMV VD IC S AG BA AD A Total

 RD 282 20 0 0 0 1 1 0 0 11 0 315

  89,52% 6,35% 0,00% 0,00% 0,00% 0,32% 0,32% 0,00% 0,00% 3,49% 0,00% 100,00%

 RV 81 210 92 36 0 85 4 2 0 5 0 515

  15,73% 40,78% 17,86% 6,99% 0,00% 16,51% 0,78% 0,39% 0,00% 0,97% 0,00% 99.99%

 RMV 83 170 294 127 1 15 3 6 0 3 0 702

  11,82% 24,22% 41,88% 18,09% 0,14% 2,14% 0,43% 0,85% 0% 0,43% 0,00% 100,00%

 REMV 6 30 28 351 181 1 8 168 0 0 0 773

  0,78% 3,88% 3,62% 45,41% 23,42% 0,13% 1,03% 21,73% 0,00% 0,00% 0,00% 100,00%

 VD 0 0 0 20 721 0 0 1 0 0 0 742

  0,00% 0,00% 0,00% 2,70% 97,17% 0,00% 0,00% 0,13% 0,00% 0,00% 0,00% 100,00%

 IC 12 67 11 7 0 239 24 1 9 34 0 404

  2,97% 16,58% 2,72% 1,73% 0,00% 59,16% 5,94% 0,25% 2,23% 8,42% 0,00% 100,00%

 S 12 6 0 70 0 25 1.028 37 0 0 0 1.178

  1,02% 0,51% 0,00% 5,94% 0,00% 2,12% 87,27% 3,14% 0,00% 0,00% 0,00% 100,00%

 AG 0 2 2 34 0 0 13 597 0 0 0 648

  0,00% 0,31% 0,31% 5,25% 0,00% 0,00% 2,00% 92,13% 0,00% 0,00% 0,00% 100,00%

 BA 0 0 0 0 0 0 0 0 23 2 0 25

  0,00% 0,00% 0,00% 0,00% 0,00% 0,00% 0,00% 0,00% 92% 0,08% 0,00% 100,00%

 AD 1 0 0 0 0 9 0 0 6 125 0 141

  0,71% 0,00% 0,00% 0,00% 0,00% 6,38% 0,00% 0,00% 4,26% 88,65% 0,00% 100,00%

 A 0 0 0 0 0 0 0 0 0 0 111 111

  0,00% 0,00% 0,00% 0,00% 0,00% 0,00% 0,00% 0,00% 0,00% 0,00% 100,00% 100,00%

 Total 477 505 427 645 903 375 1.081 812 38 180 111 5.554

Desempenho geral: 71,68%; Confusão média: 28,32 %; kappa: 67,62%.
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Figura 4

Classifi cadores.
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Tabela 3

Coefi ciente de correlação intraclasse (ICC) para cada classe e ICC médio para diferentes combinações de classifi cadores.

 Classes ICC (comparações entre algoritmos)

  1,2,3 1,2 1,3 2,3

 Água 0,8275 0,7564 0,9221 0,8346

 Vegetação densa 0,8235 0,8910 0,7537 0,8350

 Industrial ou comercial 0,7320 0,6344 0,6890 0,8490

 Residencial de alta densidade 0,7116 0,7849 0,7643 0,6107

 Solo exposto 0,1040 0,1175 0,1469 0,0168

 Banco de areia 0,1372 0,6627 0,0855 0,1123

 Residencial com vegetação moderada 0,2623 0,5247 0,0000 0,0000

 Residencial com muita vegetação 0,5238 0,4286 0,3755 0,6639

 Residencial esparsa muito verde 0,2998 0,5997 0,0000 0,0000

 Agricultura 0,6254 0,5713 0,8223 0,4062

 Área descoberta 0,8066 0,8883 0,7458 0,7851

 Média global 0,5322 0,6236 0,5823 0,4649

 Média global sem a 7a e a 9a classes 0,5880 0,6372 0,5894 0,5682

Nota: 1 é o classifi cador Maxver, 2 é o classifi cador Bhattacharya e 3 o Isoseg.

resultado da classificação para o Isoseg e o Ma-
xver foi muito semelhante nos setores censitários 
ao sul, refletindo um valor de ICC quase perfeito. 
O resultado do Bhattacharya não foi tão bom: 
classificou como área “residencial esparsa muito 
verde” uma área classificada como “agricultura” 
pelos outros classificadores.

Dentre os classificadores avaliados, os mais 
apropriados seriam os supervisionados: Bhat-
tacharya, com uma segmentação utilizando os 
limiares 12-50 e o Maxver, que demonstrou um 
bom desempenho para este caso, mesmo sendo 
um classificar pontual. O K-médias apresentou o 
pior desempenho neste contexto e o Isoseg teria 
tido um bom desempenho sem as restrições da 
rotulação.

Discussão

Comparar métodos de processamento de ima-
gem visando ao estudo de endemias urbanas é 
de grande interesse, pois embora teoricamente 
discutidos 1, poucos são os trabalhos empíricos 
sobre o assunto. A utilização do ICC para verificar 
a concordância por tema, usando o setor censitá-
rio como unidade de análise, é uma contribuição 
importante deste trabalho para avaliação de mé-
todos de classificação. Neste estudo foi utilizada, 
também, uma nova técnica de registro automáti-
co de imagens, mais rápida e tão ou mais eficien-
te que a manual, com a vantagem de minimizar 
o viés introduzido pelo operador. Para sobrepor 
a malha do setor censitário à imagem, dispuse-

mos, além do registro vetorial, de ferramentas de 
restauração e fusão de imagens, sendo possível 
localizar ruas e cruzamentos, facilitando a aqui-
sição de pontos de controle para o registro 12.

O resultado global do desempenho dos clas-
sificadores mostra grande potencial, mesmo sem 
a etapa de trabalho de campo. Apesar disso, con-
firmou-se também as restrições quanto ao uso de 
classificadores baseados nas informações espec-
trais de sensores de média resolução em áreas 
urbanas, mostrando a dificuldade em discrimi-
nar padrões importantes para a leihsmaniose, 
tais como os diversos tipos de solo: urbano, não 
urbano, com pouca vegetação, áreas agrícolas de 
áreas rurais com muita vegetação e habitações 
esparsas 26.

Os métodos de avaliação utilizados não tive-
ram o propósito de escolher o melhor classifica-
dor. Na realidade eles representam meios para 
observar cenários de classificação produzidos 
sem muita informação de coleta e inspeção de 
campo. As análises permitem emitir um parecer 
sobre as classes que são mais confiáveis, com va-
lor alto de ICC, assim como as não confiáveis, in-
dicando a necessidade de trabalho e verificação 
em campo e de melhor amostragem, por exem-
plo. Essa análise pode sugerir pesos diferentes 
para as diversas classes temáticas com base na 
confiança estabelecida a partir das análises do 
ICC.

Uma forma de melhorar o desempenho dos 
classificadores é aumentar o número de amos-
tras de qualidade das classes em que a resolu-
ção espacial limita a capacidade de discriminar 
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adequadamente. Entretanto, aplicações de sen-
soriamento remoto em saúde, em países em de-
senvolvimento, dependem da disponibilidade de 
tecnologias abertas, amplamente disponíveis, de 
baixo impacto para inserção nos serviços e, com 
mínimo trabalho de campo para aquisição das 
variáveis. A precisão, no sentido da exatidão car-
tográfica do mapeamento, não é o aspecto mais 
importante, mas sim a preservação das relações 
entre as localizações obtidas com os outros da-
dos espacializados que fazem parte da análise. 
Além disso, deve-se ressaltar o acompanhamen-
to do especialista na definição das classes temá-
ticas de interesse, quer seja no caso dos métodos 
supervisionados, durante o treinamento, quer 
seja nos métodos não-supervisionados, na fase 
de rotulação.

É importante frisar que neste estudo nos con-
centramos no uso potencial de dados de média 
resolução espacial, imagens entre 20 e 30 metros 
de resolução, que têm ampla disponibilidade a 
baixos custos, e têm sido pouco exploradas em 
estudos de endemias na escala urbana. Não faz 
parte do escopo deste trabalho a verificação do 
uso de satélites imageadores mais recentes, com 
alta e altíssima resolução. Além disso, diversas 
outras técnicas poderiam ser testadas, tais como 
novos classificadores, classificações contínuas, 
análise de mistura, ou mesmo a combinação de 
outras bandas espectrais além das bandas 3, 4 e 
5. Entretanto, a abordagem dessas técnicas não 
seria possível em apenas um artigo, e fugiria ao 
objetivo introdutório sobre o tema, ainda pouco 
explorado na saúde pública.

Neste estudo verificamos que a consideração 
de um parâmetro global para a partição de toda a 
área pode trazer prejuízos ao processo classifica-
tório. Uma sugestão seria fazer modificações nos 
algoritmos de segmentação para que possam re-

agir adaptativamente, com base nas estatísticas 
locais da imagem, e assim acomodar os valores 
encontrados em cada pixel aos pressupostos es-
tatísticos dos métodos utilizados, alterando dina-
micamente os valores dos limiares. Por exemplo, 
na área urbana, entre os rios, onde a variância é 
maior, pode-se pensar em aplicar limiares dife-
rentes de áreas e de similaridade.

Transformações ambientais associadas a 
movimentos migratórios e ao processo de ur-
banização podem explicar, em parte, porque a 
leishmaniose visceral, originalmente uma doen-
ça restrita às áreas rurais, passou a ocorrer de for-
ma endêmica e epidêmica em grandes cidades 
brasileiras 27,28. Este processo desordenado de 
ocupação urbana resultou em condições precá-
rias de vida e destruição ambiental, fatores que 
também podem ter influenciado a emergência 
da doença no meio urbano. Acreditamos que o 
uso do sensoriamento remoto possa contribuir 
para elucidar o papel desempenhado por esse 
processo socioambiental complexo que vem 
sendo associado à emergência da leishmaniose 
visceral no meio urbano, e conseqüentemente, 
aperfeiçoar a capacidade de predição e preven-
ção em saúde pública. Para que esta meta seja 
alcançada, entretanto, muito trabalho ainda se 
faz necessário, particularmente a estimação do 
efeito de cada classe e do próprio processo clas-
sificatório na incidência da doença e sua distri-
buição espaço-temporal.

Os resultados obtidos aqui demonstram que 
mesmo dispondo-se de recursos limitados, ima-
gens de baixo custo, ampla disponibilidade e 
média resolução, sistemas abertos e livres para 
processamento e integração das informações, é 
possível a obtenção de parâmetros para compor 
estudos prospectivos de fatores de risco ambien-
tais para a ocorrência de endemias urbanas.

Resumo

Este artigo apresenta um estudo de caso – aspectos 
ambientais relacionados à ocorrência da leishmani-
ose visceral em Teresina, Piauí, Brasil, no período de 
1993 a 1996 – visando a discutir o uso de um conjunto 
de métodos aplicados a imagens de sensoriamento 
remoto em média resolução no estudo de endemias 
transmitidas por vetores em áreas urbanas. Foram 
apresentadas as técnicas essenciais a esse tipo de pro-
cedimentos: registro, correção geométrica, restaura-
ção, fusão, segmentação e classificação. Quatro clas-
sificadores, Maxver, Bhattacharya, K-médias e Isoseg, 
foram comparados utilizando o índice de correlação 
intraclasse aplicado à proporção de área segundo cada 
classe nos setores censitários. Os métodos de avaliação 

utilizados não tiveram o propósito de definir o melhor 
classificador, mas desenhar cenários de classificação, 
de forma a reconhecer as classes melhor identificáveis 
em área urbana. Mesmo dispondo-se de recursos limi-
tados, imagens de baixo custo, ampla disponibilidade 
e média resolução, sistemas livres para processamento 
e integração das informações, é possível identificar as 
características de ocupação do solo de interesse poten-
cial na análise de riscos ambientais para a ocorrência 
de endemias urbanas transmitidas por vetores.

Sensores Remotos; Leishmaniose Visceral; Doenças 
Endêmicas
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