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Resumo

Este estudo objetiva apresentar as etapas relacionadas a utilizacdo de algo-
ritmos de machine learning para andlises preditivas em saiide. Para isso,
foi realizada uma aplicacdao com base em dados de idosos residentes no Mu-
nicipio de Sao Paulo, Brasil, participantes do estudo Saide Bem-estar e
Envelhecimento (SABE) (n = 2.808). A varidvel resposta foi representada
pela ocorréncia de 6bito em até cinco anos apos o ingresso do idoso no estudo
(n = 423), e os preditores, por 37 varidveis relacionadas ao perfil demogrdfico,
socioeconomico e de satide do idoso. A aplicacao foi organizada de acordo com
as seguintes etapas: divisao dos dados em treinamento (70%) e teste (30%), pré-
-processamento dos preditores, aprendizado e avaliacdao de modelos. Na etapa
de aprendizado, foram utilizados cinco algoritmos para o ajuste de modelos:
regressao logistica com e sem penalizacao, redes neurais, gradient boosted
trees e random forest. Os hiperparametros dos algoritmos foram otimiza-
dos por validacao cruzada 10-fold, para selecionar aqueles correspondentes
aos melhores modelos. Para cada algoritmo, o melhor modelo foi avaliado em
dados de teste por meio da drea abaixo da curva (AUC) ROC e medidas re-
lacionadas. Todos os modelos apresentaram AUC ROC superior a 0,70. Para
os trés modelos com maior AUC ROC (redes neurais e regressao logistica com
penalizacdo de lasso e sem penalizacdo, respectivamente), foram também ava-
liadas medidas de qualidade da probabilidade predita. Espera-se que, com o
aumento da disponibilidade de dados e de capital humano capacitado, seja
possivel desenvolver modelos preditivos de machine learning com potencial
para auxiliar profissionais de satide na tomada de melhores decisoes.
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Introducdo

A andlise preditiva consiste na aplicacdo de algoritmos para compreender a estrutura dos dados
existentes e gerar regras de predicdo. Esses algoritmos podem ser utilizados em um cendrio ndo
supervisionado, em que apenas preditores (covariaveis) estio disponiveis no conjunto de dados, ou
em problemas supervisionados, quando, além dos preditores, estd disponivel também uma resposta
de interesse, responsavel por guiar a anélise 1.

Na area da saide, modelos preditivos podem ser utilizados para estimar o risco de determinado
desfecho ocorrer, dado um conjunto de caracteristicas socioeconémicas, demograficas, relacionadas
ao habito de vida e as condic¢des de saude, entre outras. Seus resultados, quando combinados a medi-
das de saide publica aplicadas em nivel populacional, podem trazer implica¢des positivas na reducio
de custos e na efetividade de intervencdes, como tratamentos e acdes preventivas. Adicionalmente,
conhecer o risco de um desfecho ocorrer pode auxiliar gestores responséaveis por formular e avaliar
politicas publicas a direcionar intervencdes preventivas, considerando a ponderacdo entre danos e
beneficios 23. Historicamente, alguns modelos tém sido desenvolvidos para tentar predizer a ocor-
réncia de desfechos de interesse para a saide da populacdo. Pesquisadores do Framingham Heart Study
desenvolveram fun¢des de risco para doenca cardiovascular 45 que motivaram politicas publicas para
o estabelecimento de medidas preventivas direcionadas a individuos com maior risco 6. Da mesma
forma, modelos preditivos de diagndstico e progndstico de cancer de mama também tém sido rela-
tados na literatura como ferramenta auxiliar na identifica¢io de individuos com maior risco, para os
quais, estratégias de rastreamento e tratamento profilatico representam interven¢des com potencial
impacto benéfico no progndstico da doenca 7.

Esses modelos, em geral, sdo derivados do ajuste de modelos lineares, considerados algoritmos
mais simples de machine learning, como o de regressao logistica, para desfechos categéricos, e o de
regressdo linear, para desfechos continuos. Na ultima década, novas abordagens tém sido desenvolvi-
das para acomodar relagdes nio lineares, solucionar problemas de colinearidade e de alta dimensio-
nalidade dos dados, entre outras particularidades, representando, em alguns casos, generaliza¢des ou
extensdes dos modelos lineares a fim de torna-los mais flexiveis 89.

Nesse contexto, algoritmos de inteligéncia artificial (machine learning) mais flexiveis tém sido
utilizados na modelagem preditiva de desfechos de interesse para a saide, como para predizer o risco
de mortalidade 10, de readmissdo hospitalar 11 e de desfechos desfavoraveis ao nascimento 12. Com a
disponibilidade crescente de dados relevantes para o desenvolvimento de pesquisas em saude, esses
algoritmos tém o potencial de melhorar a predicdo do desfecho por capturar relacdes complexas nos
dados, bem como por sua capacidade em lidar com uma grande quantidade de preditores 13,14,

No Brasil, a utilizacdo desses algoritmos em saude publica ainda é incipiente. Como exemplo,
pode-se citar o estudo de Olivera et al. 15> que desenvolveu modelos preditivos de diabetes ndo diag-
nosticada a partir de dados de 12.447 adultos entrevistados para o Estudo ELSA (Estudo Longitudinal
da Saiide do Adulto), utilizando cinco algoritmos de machine learning (regressao logistica, redes neurais,
naive bayes, método dos K vizinhos mais préximos e random forest).

Com o envelhecimento populacional, informagdes progndsticas relacionadas ao risco de 6bito e
de outras doencas de prevaléncia elevada nessa populac¢io tém se tornado cada vez mais importantes
para médicos, pesquisadores e formuladores de politicas piblicas como uma ferramenta para auxiliar
em tomadas de decisdes referentes ao rastreamento de doencas, ao direcionamento de programas
preventivos e a oferta de tratamentos especializados. Dados sobre estado geral de satide, presenca de
doengas e limitag¢oes funcionais, bem como os de acesso e utiliza¢do de servicos de satide podem con-
tribuir para a estimativa do risco de morte na populacdo idosa. Assim, o presente estudo tem o objeti-
vo de exemplificar e discutir as etapas que compdem uma analise preditiva, utilizando algoritmos de
machine learning para predizer o risco de dbito em cinco anos em idosos residentes no Municipio de
Sao Paulo, Brasil, participantes do estudo Saiide, Bem-estar e Envelhecimento (SABE).
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Métodos

Para a presente aplicacdo, algoritmos de machine learning serao utilizados em um cenario supervi-
sionado, no qual, cada observa¢iao do conjunto de dados dispde de um vetor de mensuracdes para
os preditores x;,i = I, 2, ..., n, bem como para a resposta de interesse, y;. O objetivo principal consiste
em ajustar um modelo que relacione a resposta, Y, aos preditores, X, a fim de predizer esse evento em
observacoes futuras. O tipo de variavel resposta a ser predita define dois subgrupos de aprendizado
supervisionado: o de regressio, para variaveis quantitativas, e o de classifica¢do, para as do tipo cate-
gorica (qualitativa). O ajuste de modelos preditivos, em ambos os casos, pode ser representado pelas
seguintes etapas: divisdo do conjunto de dados em treinamento e teste, pré-processamento, aprendi-
zado e avaliacdo de modelos (Figura 1).

A divisdo da amostra em dados de treinamento e de teste é realizada para verificar se um mode-
lo apresenta boa performance ndo apenas em dados utilizados para seu ajuste (treinamento), mas
também capacidade de generalizacdo para novas observacdes (teste). As divisdes mais utilizadas sdo
60:40, 70:30 ou 80:20, dependendo do tamanho do conjunto de dados — em geral, quanto maior o
numero de observacdes, maior sera a proporcdo do conjunto inicial utilizada para o treinamento 16.
No presente estudo, foram utilizados 70% dos dados para treinamento dos algoritmos (n = 1.875;
277 ébitos) e 30% para teste da performance preditiva dos modelos ajustados (n = 802; 118 ébitos). O
seguinte passo é realizar uma predicao acurada da resposta de interesse (no caso, Y: ébito em 5 anos),
denotada por 7, a partir dos valores de um vetor de preditores, X, contendo informacées como idade,
sexo, presenga de hipertensdo arterial, entre outras. O aprendizado de um problema de classificacdo
consiste no particionamento do espaco dos preditores em regides correspondentes as categorias da

Figura 1

Roteiro para aplicacdo de algoritmos de machine learning em analise preditiva.

Extracdo de variaveis e
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Fonte: Raschka & Mirjalili 32.
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resposta de interesse. A fronteira de decisao entre essas regides, denominada classificador, representa
o modelo preditivo estimado por determinado algoritmo 1. Portanto, nesse contexto, o objetivo do
aprendizado é construir um classificador, f(X), que faca boas predicoes da resposta de interesse em
observacodes futuras 17:

f(xn+1) 2 Ynitref (xn+m) = Yn+m

E importante mencionar que, em problemas de predicio, o interesse principal ao estimar o classifica-
dor f esta na acuracia das predicoes para dados novos, e ndo na forma exata que a fronteira de decisdo
estimada assume. A acurécia de y como predi¢ido para Y depende de duas quantidades: erro redutivel e
irredutivel. Em geral, f nao ira representar uma estimativa perfeita de f, e tal imprecisao ird introduzir
um erro ao valor predito. Entretanto, esse erro pode ser reduzido por meio da utilizacdo de algoritmos
apropriados para estimar f. Por outro lado, mesmo que fosse possivel obter um classificador perfeito
a partir dos preditores X, devido ao erro irredutivel, esse classificador estaria sujeito a erros. Por
exemplo, dois individuos com valores idénticos para os preditores mensurados podem apresentar
desfechos distintos. Logo, ndo é possivel que o classificador acerte em todos os casos.

Desse modo, os algoritmos de machine learning sao utilizados com o objetivo de estimar f e, portan-
to, de minimizar o erro redutivel. Entre os diversos algoritmos disponiveis, alguns sdo pouco flexiveis
(menos complexos), porém interpretaveis, como é o caso da arvore de decisdo e da regressio logistica.
Por outro lado, hi abordagens mais flexiveis (mais complexas), o que torna mais dificil compreender
como cada preditor esta individualmente associado a resposta de interesse, como, por exemplo, no
caso das redes neurais 18,

E importante observar que modelos menos complexos podem apresentar melhor performance
que aqueles que sdo mais flexiveis por estarem menos sujeitos ao sobreajuste e, consequentemente,
resultarem em predi¢des mais acuradas para Y em novas observag¢des, especialmente para o caso de
bancos de dados pequenos. Entretanto, ndo ha um tnico algoritmo capaz de apresentar boa perfor-
mance em todas as aplicacdes, sendo importante comparar alguns algoritmos com caracteristicas
distintas para selecionar aquele que resulte em um modelo com performance preditiva satisfatéria
para o problema em questdo 18.

De modo geral, os algoritmos podem ser agrupados nas seguintes categorias: lineares, ndo lineares
e baseados em arvores de decisdo 18. Para a presente aplicacdo, foram selecionados para comparacio
cinco algoritmos: regressdo logistica e regressdo logistica penalizada (lineares), redes neurais (ndo
linear), gradient boosted trees e random forest (baseados em arvores de decisdo). O Quadro 1 descreve
as principais caracteristicas desses algoritmos, tais como hiperpardmetros a serem otimizados e o
calculo do ranking de importancia dos preditores.

Pré-processamento

O pré-processamento é guiado pelos algoritmos que serao utilizados para o ajuste de modelos prediti-
vos. De modo geral, sua aplicacdo esté relacionada as seguintes atividades: (1) transformacio de varia-
veis quantitativas (via padronizacdo ou normalizacdo); (2) reducido de dimensionalidade do conjunto
de dados (exclusao de preditores altamente correlacionados ou utilizacdo de analise de componentes
principais); (3) exclusdo de variaveis/observacdes com dados faltantes ou utilizagdo de técnicas de
imputacdo (média, mediana ou valor mais frequente no caso de preditores numéricos ou categoria
adicional, representativa dos individuos sem informacéo, no caso de preditores categdricos); (4) orga-
nizacdo de variaveis qualitativas (decomposicdo das variaveis categdricas em um conjunto de variaveis
indicadoras que serdo utilizadas como preditores).

Vale destacar que os pardmetros estimados por procedimentos de pré-processamento, como os
decorrentes da padronizacdo das variaveis e do calculo do valor para a imputacdo de dados faltantes,
sdo obtidos em dados de treinamento e, posteriormente, aplicados aos dados de teste (bem como em
novas observagoes) antes da realizacao das predicdes. Tal procedimento é adotado para que a perfor-
mance dos dados de teste seja fidedigna ao real desempenho do modelo preditivo em dados futuros 16.

Para a presente aplica¢do, na etapa de pré-processamento, valores faltantes para a variavel quan-
titativa indice de massa corporal (IMC) (n = 387) foram imputados a partir da mediana observada
para essa variavel no conjunto de treinamento. Para as variaveis categéricas escolaridade e histéria de
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Quadro 1
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Principais caracteristicas dos algoritmos de machine learning utilizados neste tutorial e seus pacotes no R.

logistica (g/m)

Algoritmo Hiperparametros otimizados Principais caracteristicas Ranking de importancia dos preditores
(Pacote)
Regressao - A funcdo que relaciona os preditores Valor absoluto da estatistica t para cada

a resposta de interesse esta restrita a
formas lineares.

parametro do modelo.

Regressao
logistica
penalizada
(glmnet)

Alpha: porcentagem correspondente ao
tipo de regularizacdo a ser aplicada:
0: ridge; 1: lasso;
>0 e < 1: elastic net.

Lambda: parametro de regularizacdo.
Pode assumir valores no intervalo
[0, «]. Quanto maior o seu valor, maior
a penalizacdo das estimativas dos
parametros da regressao.

Objetiva obter estimadores viesados,
porém com variancia reduzida, para
os parametros de um modelo de
regressao usual, o que resulta em um
modelo preditivo menos complexo e,

portanto, menos sujeito ao sobreajuste

em novas observacdes.

Valor absoluto dos coeficientes
correspondentes ao modelo selecionado na
etapa de otimizacdo dos hiperparametros.

Redes neurais
(nnet)

Size: refere-se ao nimero de unidades
latentes da camada intermedidria (oculta)
de uma rede neural.

Decay: parametro de regularizagao.
Pode assumir valores no intervalo [0,
=], Quanto maior o seu valor, maior
a penaliza¢do das estimativas dos
parametros das redes neurais.

Modelo em 2 estagios.

Estdgio 1: aplica transformacdes
ndo lineares (usualmente a funcado
sigmoide) as combinagdes lineares dos
preditores, dando origem as unidades
latentes.

Estdgio 2: relaciona as unidades
latentes a resposta de interesse.

Utiliza combinacdes dos valores absolutos
dos pesos do modelo de redes neurais
(parametros das combinagdes lineares do
primeiro estagio e parametros associados
as variaveis latentes no segundo estagio do
modelo).

Gradient
boosted trees
(xgboost)

Nrounds: nimero de arvores (iteracdes)
presentes no modelo final.

Maxdepth: profundidade da arvore,
relacionada ao nimero de divisdes
presentes em cada arvore.

Eta: parametro de regulariza¢do
relacionado ao controle da contribuicdo
de cada arvore para a funcao de
predicdo final. Pode assumir valores
no intervalo [0, «].

Objetiva combinar predi¢des de um
conjunto de classificadores com taxa
de erro apenas ligeiramente inferior a
de uma classificagdo aleatéria (arvores
de decisdo com poucas divisdes) para
construir um comité, responsavel pela
predicdo final.

Tabulagdo e soma da influéncia relativa de
cada preditor em cada arvore que compd&e o
modelo final (melhoria empirica decorrente
da utilizacdo desse preditor na realizacdo de
uma particdo da arvore). Calculo da média
por preditor para todas as iteracées, para
ter uma visdo geral de sua contribuicdo
para o modelo final.

Random forest
(randomForest)

Mtry: nUmero de preditores selecionados
aleatoriamente como candidatos em
cada divisdo das arvores de decisdo que
compdem o classificador final.

Objetiva combinar predi¢des de
um conjunto de classificadores
complexos (arvores de decisdo com
muitas divisdes), aplicados a amostras
bootstrap do conjunto de treinamento.
Diferencial: selecdo aleatéria de
preditores a serem utilizados, a fim de
reduzir a correlacdo entre as arvores
que serdo agregadas para produzir a
predicéo final.

Em cada arvore, a precisédo da predi¢do
correspondente as observagdes que
ndo compuseram a amostra bootstrap
é calculada. Esse mesmo procedimento
é realizado ap6s permutar cada um
dos preditores. A diferenca entre essas
duas medidas de preciséo é calculada e,
posteriormente, uma média dessa diferenca
é computada e normalizada para cada

preditor.
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queda, cujo nimero de valores faltantes correspondeu a 377 e 181, respectivamente, uma categoria
adicional foi criada para representar tais observagoes. Para os demais preditores, a auséncia de infor-
macao resultou em eliminacdo da observacdo correspondente ao dado faltante. As variaveis quanti-
tativas IMC e idade foram padronizadas a partir de média e desvio padrdo observados no conjunto
de treinamento.

O préximo tépico descreve caracteristicas relacionadas ao treinamento de modelos preditivos
com foco em problemas de classificacéo.

Aprendizado: técnicas de reamostragem para otimizacao de hiperpardmetros

Em machine learning ha dois tipos de parametros a serem estimados: os parametros usuais de um algo-
ritmo, como, por exemplo, os pesos de uma regressdo logistica; e os parametros de ajuste, ou hiperpa-
rametros, relacionados ao controle da flexibilidade de um algoritmo, como a penalizacao aplicada aos
parametros da regressdo logistica para se obter estimadores viesados, porém com variancia reduzida
ou o nimero de unidades latentes presentes na camada oculta de uma rede neural 19.

O controle da flexibilidade de um algoritmo é dependente do balanceamento entre viés e variin-
cia. O viés esta relacionado a correspondéncia entre o valor predito por um modelo, para uma dada
observacio, e o valor real observado, e a variadncia refere-se a sensibilidade das predi¢des a variabi-
lidade das observagoes de treinamento. De modo geral, um modelo flexivel tem variancia alta, pois
seu resultado serd muito diferente para bancos de dados distintos. J4 um modelo pouco flexivel tem
variancia baixa, porém pode apresentar viés alto. O quanto de flexibilidade permitir quando se desen-
volve um modelo preditivo é o que, em tltima instancia, torna a utilizacio de algoritmos de machine
learning uma tarefa desafiadora 8.

Nesse cenério, o aprendizado de modelos preditivos é composto por dois objetivos principais:
selecionar e avaliar os modelos. No primeiro caso, para um dado algoritmo que possua hiperpara-
metros, a performance de diferentes modelos, baseados em variagcdes dos valores para os hiperpara-
metros, é avaliada para selecionar aquele que resulte em melhor desempenho (equilibrio entre viés-
variancia). Ja no segundo, apds a defini¢do do modelo, busca-se estimar seu erro de predicio (erro de
generalizacdo) em novas observacoes 1.

Se o pesquisador dispde de um conjunto de dados grande, a melhor abordagem para ambos os
objetivos consiste em dividir aleatoriamente o conjunto de dados original em trés partes: treinamen-
to, validacdo e teste. Em situacdes em que o conjunto de dados ndo é grande o suficiente para ser
dividido em trés partes, técnicas de reamostragem podem ser utilizadas para aproximar o conjunto
de validacdo por meio da reutilizacdo de observac¢des do conjunto de treinamento 1.

Entre as técnicas de reamostragem, a validacao cruzada k-fold representa uma das mais utilizadas
em problemas de machine learning. Essa técnica consiste na divisdo aleatdéria do banco de treinamento
em k partes de tamanhos iguais, em que k-1 ird compor os dados de treinamento para o ajuste de
modelos, e a outra parte ficara reservada para a estimativa de sua performance. O processo continua
até que todas as partes tenham participado tanto do treinamento como da valida¢do do modelo, resul-
tando em k estimativas de performance. Repeticdes desse processo podem ser utilizadas para aumen-
tar a precisdo dessas estimativas, de modo que, a cada repeticdo, diferentes parti¢des do conjunto de
treinamento sdo consideradas para compor cada uma das k partes do processo de validacdo cruzada 19.

Nao ha uma regra precisa para a escolha de k, embora a divisao dos dados em 5 ou 10 partes seja
mais comum. Conforme k aumenta, a diferenca de tamanho do conjunto de treinamento original e
dos subconjuntos reamostrados se torna menor, e, 8 medida que essa diferenca diminui, o viés da
técnica de validacdo cruzada também se torna menor. Por outro lado, o tempo necessario para obter o
resultado final da validacdo cruzada se torna maior 19. Para a presente aplicacdo, utilizou-se validacio
cruzada com k = 10, repetida 10 vezes.

Aprendizado: medidas para avaliacao de performance

Uma vez estabelecido o valor de k, é preciso definir uma medida para estimar a performance dos
modelos ajustados. Tais medidas sdo importantes tanto na etapa de selecio quanto na de avaliacdo
dos modelos preditivos. Seu célculo objetiva mensurar o quanto o valor predito para uma observacio
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se aproxima de seu valor observado. Quando a resposta de interesse é uma variavel categérica, dois
tipos de predicdo podem ser obtidos: uma continua ( l}(), que é uma estimativa da probabilidade de
a nova observacdo pertencer a cada uma das classes, k, k = 1,2,..., k, da resposta de interesse, e outra
categdrica (por exemplo, 0: desfecho ausente e 1: desfecho presente), que é uma predicio para o valor
da resposta de uma nova observacio 19,20,

As predi¢des continuas sdo especialmente interessantes por possibilitarem a utilizacdo do classi-
ficador (modelo ajustado) em diferentes cendrios, a partir do estabelecimento de pontos de corte de
acordo com o interesse do pesquisador, em termos de sensibilidade (S) e especificidade (E). Ao definir
um ponto de corte para l}:, é possivel obter uma matriz de confusdo, representada pela tabulacdo
cruzada de classes observadas e preditas para os dados de teste, conforme ilustrado na Tabela 1, em
que a e d denotam casos com resposta corretamente predita, e b e c representam erros de classificaco.
A sensibilidade (a/(a+c)) é a proporcao de verdadeiros positivos (VP) entre todos os individuos cuja
resposta de interesse foi observada, e a especificidade (d /(b+d)) refere-se a propor¢ao de verdadeiros
negativos (VN) entre aqueles com resposta de interesse ausente 20,

Um balanco entre sensibilidade e especificidade pode ser apropriado quando ha diferentes pena-
lidades associadas a cada tipo de erro. Nesse caso, a curva ROC (receiver operating characteristic) repre-
senta uma ferramenta adequada para avaliar a sensibilidade e a especificidade decorrentes de todos
os pontos de corte possiveis para a probabilidade predita, de modo que o desempenho geral de um
classificador pode ser avaliado pela drea abaixo da curva (AUC) ROC: quanto maior a AUC (mais pro-
xima de 1), melhor a performance do modelo 20. A AUC ROC pode ser titil na comparacgio entre dois
ou mais modelos com diferentes preditores, diferentes hiperpardmetros ou mesmo classificadores
provenientes de algoritmos completamente distintos. Na etapa de selecio de modelos, a AUC ROC
também é frequentemente utilizada como métrica para otimiza¢iao dos hiperparametros no processo
de validacdo cruzada k-fold 18,19,

Embora seja uma medida adequada para avaliar o poder discriminatério de modelos preditivos, a
AUC ROC assume que um resultado falso positivo (FP) é tio ruim quanto um resultado falso negativo
(FN) e, além disso, ndo informa a acuréacia da magnitude global do risco predito. Assim, outras medi-
das, ndo diretamente relacionadas a performance preditiva, também sdo interessantes para avaliar um
modelo, como aquelas referentes a calibracdo do risco predito — curva de calibra¢io e distribui¢do da
probabilidade predita —, que avaliam a habilidade do modelo em estimar, de forma acurada, a proba-
bilidade do desfecho para um individuo, ou seja, medem a precisio com que a probabilidade predita
corresponde a taxa de eventos observada em um conjunto de dados 2021,

Selecao e avaliacdo de modelos para o risco de 6bito em cinco anos

Para cada algoritmo dessa aplica¢io, exceto a regressao logistica, uma lista de valores candidatos para
os hiperpardmetros foi estabelecida, e, na sequéncia, utilizando valida¢ao cruzada k-fold, realizou-se a
analise da performance preditiva de cada um desses modelos, por meio da AUC ROC, para selecionar
aquele com melhor desempenho. Posteriormente, o modelo selecionado foi aplicado aos dados de

Tabela 1

Matriz de confusdo para problemas de classificacdo com resposta dicotdmica.

Resposta observada

Presente Ausente
Resposta predita Presente Verdadeiro positivo Falso positivo a+b
(@) (b)
Ausente Falso negativo Verdadeiro negativo c+d
(0) (d)
a+c b+d
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teste para avaliar seu erro de predi¢ao em observacdes futuras, novamente utilizando a AUC ROC.
Como a regressdo logistica ndo apresenta hiperparametros, essa foi ajustada uma tnica vez aos dados
de treinamento, e, na sequéncia, o modelo com seus pardmetros ajustados foi avaliado nos dados de
teste. Adicionalmente, curvas de calibracao e a distribuicdo da probabilidade predita de ébito em cin-
co anos para as categorias da resposta de interesse no banco de teste foram avaliadas como medidas
de calibracao.

Estudo SABE

Como exemplo de aplicagao dos algoritmos de machine learning para analise preditiva em satide,
foram analisados dados do estudo SABE, realizado com individuos de 60 anos ou mais, residentes no
Municipio de Sdo Paulo. Esse estudo teve inicio no ano 2000 com 2.143 individuos (amostra probabi-
listica de 1.568 idosos distribuidos em 72 setores censitarios, acrescida de 575 idosos para compensar
a taxa mais elevada de mortalidade da faixa etaria de 75 anos ou mais e do sexo masculino) 22.

Da amostra inicial, 1.115 pessoas foram novamente entrevistadas em 2006, e uma nova coorte
probabilistica de 298 individuos com idade entre 60 e 64 anos foi adicionada ao seguimento 23. Por
fim, no ano de 2010, uma nova onda foi conduzida com 978 idosos das coortes anteriores, e, adicio-
nalmente, uma amostra probabilistica de 367 pessoas com idade entre 60 a 64 anos passou a compor
o estudo 24,

A coleta de dados foi realizada no domicilio dos idosos por meio de um questionério padrio,
com perguntas relacionadas as condicdes de satide, demograficas e socioeconémicas do idoso. Para
a presente analise, foram utilizados dados da coorte de 2000 com acréscimo dos individuos que
ingressaram no estudo SABE em 2006 e em 2010, resultando em 2.808 idosos. A varidvel resposta, de
natureza binaria, correspondeu a ocorréncia de 6bito em até cinco anos apds o ingresso do idoso no
estudo (n = 423).

A data do 6bito foi obtida pelo pareamento probabilistico dos dados do estudo SABE com micro-
dados do Sistema de Informacdes sobre Mortalidade, da Secretaria de Saide do Municipio de Sdo
Paulo, para o periodo de janeiro de 2000 a setembro de 2016. Esse procedimento foi realizado com
auxilio do software LinkPlus (https://www.cdc.gov/cancer/npcr/tools/registryplus/Ip.htm), utili-
zando o nome, a data de nascimento e 0 nome da mie como variaveis de comparacdo, o sexo como
variavel de blocagem e o endereco, quando necessario, para revisio manual.

Foram selecionadas 37 variaveis como potenciais preditores de 6bito em idosos, de acordo com a
literatura relacionada ao tema 25,26, Os preditores foram organizados nos seguintes blocos:

a) Demografico: idade (numérica continua) e sexo (binaria);

b) Socioecondmico: escolaridade em anos de estudo (nenhum, 1-3, 4-7, 8 e mais), percep¢io de sufi-
ciéncia de renda (binéria), viver em lar unipessoal (binaria);

c) Estado de sadde e caracteristicas comportamentais: tabagismo (fuma, ja fumou, nunca fumou),
quantos dias na semana ingere bebidas alcodlicas (nenhum, menos de 1, 1-3, 4 ou mais), indice de
massa corporea (numérica continua), nimero de refei¢oes em um dia (1, 2, 3 ou mais), autoavaliacdo
de saude (excelente/muito boa/boa e regular/ruim/muito ruim);

d) Morbidades: doencas autorreferidas (hipertensdo, diabetes, cincer, doenca pulmonar, doenca
vascular cerebral, doenca cardiaca e psiquidtrica), historia de queda no dltimo ano (binéria) e com-
prometimento cognitivo (binaria), avaliado e classificado de acordo com a versiao modificada do Mini
Exame do Estado Mental 27;

e) Condicdo de mobilidade (binarias, sim ou ndo): dificuldade para caminhar varios quarteirdes, levan-
tar de uma cadeira, subir varios lances de escada, agachar, ajoelhar ou se curvar, levantar os bracos
acima dos ombros, empurrar ou puxar objetos pesados, levantar objetos com mais de 5kg ou levantar
uma moeda.

f) Estado funcional (binarias, sim ou nio): dificuldade para se vestir, tomar banho, se alimentar, deitar/
levantar da cama, ir ao banheiro, preparar refeicdes quentes, cuidar do préprio dinheiro, tomar os
proprios remédios ou fazer tarefas domésticas pesadas.

Uma vez que o questionario do estudo SABE passou por modifica¢des ao longo das trés ondas, sempre
que necessario, as varidveis foram recategorizadas para tornar as informacoes compativeis. O estudo
SABE obteve aprovacio do Comité de Etica em Pesquisa da Faculdade de Satde Publica da Universi-
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dade de Sao Paulo (ne dos pareceres: 315/99, 83/06, 2044). Todas as etapas da modelagem preditiva
foram realizadas com auxilio do software R. Para a etapa de aprendizado dos modelos, foram utiliza-
das funcdes disponiveis no pacote CARET (Classification and Regression Training).

Resultados

A Tabela 2 apresenta resultados das etapas de aprendizado (treinamento) e avaliacao (teste) dos mode-
los preditivos. A métrica utilizada para otimizacao e selecio de modelos durante o aprendizado foi a
AUC ROC, portanto, o modelo com maior AUC ROC, para cada algoritmo, foi o escolhido para a ava-
liacdo de performance nos dados de teste. Em relacdo ao ranking de importancia dos preditores (cinco
mais importantes) para os modelos selecionados ao fim da etapa de aprendizado, observa-se que
diferentes abordagens produziram rankings com preditores similares, porém em sequéncia diferente.

Por fim, a avaliacdo de performance dos modelos selecionados evidenciou desempenho satisfaté-
rio, com AUC ROC superior a 0,70 para todos os modelos. Os melhores resultados foram observados
para os modelos de redes neurais, regressdo logistica com penalizacdo de lasso (least absolute shrinkage
and selection operator) e regressdo logistica simples, respectivamente, sem grandes diferencas entre eles.

Em relacdo a interpretacdo das medidas apresentadas para avaliacao de performance dos modelos
em dados de teste, serdo apresentados, a seguir, trés cendrios, utilizando, como exemplo, as redes neu-
rais. Primeiramente, observa-se que, devido a baixa frequéncia de 6bito na amostra analisada (15%),
o ponto de corte para a probabilidade predita de 0,50 resulta em especificidade elevada (0,98), porém
em baixa sensibilidade (0,08).

Para o ponto de corte que maximiza a sensibilidade e a especificidade (p 6timo igual a 0,143), pode-
se afirmar que, com uma frequéncia de falso positivos de 30%, é possivel prever, com sucesso, 70%
dos idosos que irdo morrer dentro de 5 anos, ou seja, dos 118 dbitos presentes nos dados de teste, 83
seriam corretamente preditos.

Por fim, outra alternativa para a escolha de p é assumir que intervenc¢des devem ser aplicadas a 10%
dos idosos com risco predito mais alto para ¢bito em 5 anos (p > 0,316 para as redes neurais). Nesse
caso, com uma frequéncia de falso positivos de 7,02%, seria possivel prever, com sucesso, 27,12%
dos idosos que irdo morrer dentro de 5 anos, ou seja, dos 118 dbitos presentes nos dados de teste, 32
seriam corretamente identificados.

Antes da escolha do modelo final a ser utilizado na préatica para predizer 6bito em cinco anos em
observacdes futuras, é importante avaliar a consisténcia da probabilidade predita quando comparada
a taxa de eventos observada para a resposta de interesse. Essa analise pode ser realizada por meio da
distribui¢do da probabilidade predita para a ocorréncia de ébito em cinco anos, segundo as respostas
observadas para o desfecho, e por meio da constru¢do de uma curva de calibracdo, conforme apre-
sentado na Figura 2, para o modelo de redes neurais e os modelos de regressdo logistica com e sem
penalizacdo.

A distribui¢ido da probabilidade predita de 6bito em 5 anos dos trés modelos apresentou com-
portamento semelhante, com distribui¢ao assimétrica, concentrada a esquerda, tanto para aqueles
que ndo morreram em cinco anos (n = 684) como para os que sofreram esse desfecho (n = 118). Em
relacdo a curva de calibracio, a probabilidade de 6bito em cinco anos para os trés modelos apresentou
acuracia elevada até o 60 decil, a partir do qual reduziu substancialmente, em especial para o modelo
de redes neurais que apresentou probabilidade predita inferior 0,64 e, portanto, para os decis subse-
quentes, qualidade inferior a dos modelos de regressao logistica com e sem penalizacio.

Por fim, apds a avaliacdo de performance dos modelos selecionados, a regressdo logistica com
penalizacdo de lasso representa uma escolha interessante como modelo final para utilizacio em
dados futuros, por sua menor complexidade quando comparada a regressdo logistica usual e as redes
neurais. Caso seja esse o modelo escolhido, as estimativas de seus parametros a serem utilizadas na
predicdo da resposta de interesse em novas observacdes podem ser definidas por meio do ajuste de
um modelo de regressio logistica penalizada de lasso ao conjunto de dados completo, utilizando os
hiperparametros otimizados na etapa de treinamento.

Cad. Saude Publica 2019; 35(7):e00050818
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Tabela 2

Aprendizado (treinamento) e avaliagdo (teste) de modelos preditivos.

Algoritmos Regressao logistica Regressao logistica Redes neurais Gradient boosted Random forest
com penalizagdo trees
TREINAMENTO (resultados
para o melhor modelo)
Hiperparametros otimizados - alpha =1 size =3 nrounds = 100 mtry =7
lambda = 0,003 decay =2 maxdepth =1
eta=0,3
AUC ROC 0,803 * 0,766 (0,07) 0,767 (0,06) 0,765 (0,07) 0,738 (0,05)
Média (dp) da validagdo
cruzada
Ranking de importancia das
variaveis
1 Idade Dificuldade para tomar Idade Idade Idade
banho
2 Consumo de tabaco Idade Dificuldade para Dificuldade para Mini Exame do Estado
tomar banho tomar banho Mental
3 Dificuldade para Consumo de tabaco ~ Consumo de tabaco indice de massa  Dificuldade para ir ao
tomar banho corporal banheiro
4 Sexo Dificuldade para comer Dificuldade para ir ao Sexo Dificuldade para
banheiro tomar banho
5 Diabetes mellitus Sexo Diabetes mellitus ~ Mini Exame do Estado Sexo
Mental
Teste

AUC (IC95%)

Pontos de corte para p (risco

0,773 (0,732; 0,814) 0,777 (0,735; 0,818) 0,779 (0,738; 0,820)
predito)
p=05
S (VP)
1-E(FP)
p 6timo **
S (VP)
1-E(FP)
p 10% com risco mais alto **
S (VP)
1-E(FP)
Obitos observados segundo

0,144 (17)
0,03 (21)

0,130 (15)
0,026 (18)

0,08 (10)
0,020 (13)

0,653 (77)
0,251 (172)

0,670 (79)
0,253 (173)

0,703 (83)
0,300 (205)

o risco predito

n (%) entre os 10% com 34 (28,814) 36 (30,508) 32(27,119)
risco mais alto
n (%) entre os 10% com - - -

risco mais baixo ***

0,768 (0,724, 0,813)

0,744 (0,699; 0,789)

0,144 (17) 0,110 (13)
0,026 (18) 0,019 (13)
0,712 (84) 0,700 (79)
0,304 (208) 0,328 (238)

34 (28,814) 33 (27,966)

dp: desvio padrao; E: especificidade; FP: falso positivo; IC95%: intervalo de 95% de confianca; S: sensibilidade; VP: verdadeiro positivo.

* AUC ROC do ajuste do modelo uma Unica vez aos dados de treinamento;

** Ponto de corte que maximiza a sensibilidade e a especificidade. Varia de acordo com o modelo preditivo;

**% Nenhum 6bito observado entre os 10% de individuos com menor risco para o desfecho.
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Figura 2

Histogramas para as probabilidades estimadas e curva de calibracdo de dados de teste para regressdo logistica,
regressao logistica penalizada e redes neurais.
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Figura 2 (continuagao)
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Discussao e conclusodes

A presente aplicacao utilizou dados do estudo SABE para exemplificar as etapas envolvidas na utiliza-
¢do de algoritmos de machine learning para anélises preditivas em satde. Sabe-se que a performance de
um modelo preditivo é dependente do conhecimento relacionado ao problema que se deseja estudar
e da disponibilidade de variaveis informativas e com poder discriminatdrio em relacdo a resposta
de interesse. Portanto, de acordo com literatura relacionada a predi¢do de morte em idosos, foram
selecionados preditores sociodemogréficos, comportamentais e referentes a doencas, mobilidade
e limita¢oes funcionais. Caracteristicas sobre acesso e utilizacdo de servicos de saude nao foram
adicionadas por incompatibilidade das variaveis nas trés coortes do estudo. De modo geral, todos os
algoritmos avaliados alcancaram AUC ROC superior a 0,70 nos dados de teste, e os melhores resul-
tados foram observados para os modelos de redes neurais, regressio logistica penalizada de lasso e
regressdo logistica simples, respectivamente. Resultados semelhantes foram observados por Olivera
et al. 15 no ajuste de modelos preditivos de diabetes ndo diagnosticada em que os melhores resultados
de performance foram observados para o modelo de redes neurais e de regressao logistica, sem dife-
rengas relevantes.

Diferencas na performance de modelos preditivos podem ser atribuidas as caracteristicas dos
dados, como a definicdo da resposta de interesse e a disponibilidade de variaveis candidatas a predi-
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tores, e as técnicas e aos métodos utilizados para construir e avaliar os modelos, como o refinamento
de possiveis valores para os hiperparametros dos algoritmos mais flexiveis, na etapa de treinamento,
e a definicdo dos bancos de treinamento e teste. Nesse ultimo caso, como a definicdo dos bancos
é realizada de modo aleatdrio, dependendo da amostra que compuser os respectivos conjuntos de
dados, pode haver variacdes no resultado de performance, em especial para pequenos conjuntos de
dados. Uma possivel solucido, voltada a melhoria da precisdo das estimativas de performance, esta
relacionada a utilizacao de valida¢do cruzada aninhada (nested cross validation) 28, em que um processo
de validagao cruzada interno é realizado com o objetivo de estimar os hiperparametros e selecionar
modelos, e um processo de validacdo cruzada externo é realizado para avaliar o erro de predi¢io dos
modelos selecionados.

Outra caracteristica que pode influenciar o desempenho geral de modelos preditivos em satde é o
fato de a resposta de interesse apresentar distribuicdo desbalanceada entre suas classes, ou seja, maior
frequéncia para a classe de individuos com desfecho ausente e, por outro lado, uma classe minoritaria,
representativa de individuos com resposta positiva que, geralmente, é a classe mais importante, mas
também a que sofre com mais classificacdes erradas. Tal situacdo ocorre porque os algoritmos, para
alcancar melhor desempenho (mais acertos), tendem a priorizar especificidade em vez de sensibilida-
de 29. Algumas alternativas para reduzir o impacto do desbalanceamento na performance preditiva
sdo representadas pela escolha de pontos de corte alternativos para a probabilidade predita, para
reduzir a taxa de erro da classe menos frequente; pela modificacdo dos pesos (probabilidade a priori)
das observagdes de treinamento cuja resposta de interesse estd presente; e por aplicacdo de técnicas
de reamostragem post hoc (up e down sampling e SMOTE — Synthetic Minority Over-sampling Technique),
utilizadas para balancear as classes da resposta de interesse 19.

E possivel resumir o efeito de preditores individuais por meio de métricas especificas, denomina-
das importancia das variaveis. Embora essa medida nao tenha interpretacdo causal ou inferencial, essa
reflete, de forma ordenada, quais variaveis contribuiram mais para a performance do modelo. Uma
vez que cada algoritmo ajusta o modelo de modo diferente, espera-se que os rankings corresponden-
tes também apresentem diferenc¢as nao sé na ordenag¢io, mas também nas varidveis que os compdem,
conforme observado na presente analise 8.

Ainda que os modelos tenham sido ajustados a partir de dados relevantes, e que apresentem boa
performance preditiva, eles podem gerar predi¢des imprecisas. Entre outras caracteristicas, esse
cenario pode estar relacionado a disponibilidade de um ntimero reduzido de observacdes, sobretudo
de observacdes com desfecho presente, ou de preditores para o treinamento e, mais frequentemente,
ao sobreajuste do modelo para os dados existentes, no caso de algoritmos mais flexiveis 19. Esse é o
caso do estudo atual, em que os algoritmos que costumam apresentar melhor desempenho em gran-
des bancos de dados, como random forest e gradient boosted trees, apresentaram as piores performances
preditivas. Vale destacar também que modelos mais flexiveis e acurados ndo sdo diretamente inter-
pretaveis, ou seja, nao é possivel representar explicitamente como cada preditor estd individualmente
associado a resposta de interesse. Logo, em alguns problemas da drea da satide, um balanco entre
acuracia e interpretabilidade pode ser desejavel na escolha do modelo preditivo final, com o objetivo
de facilitar a sua adogdo por profissionais de satde 30.

Em relacdo a qualidade do risco predito, mesmo que um modelo ndo apresente boa calibracio,
ainda pode ser ttil em aplica¢oes especificas, como para determinado ponto de corte da probabilidade
predita ou para cenarios em que a sensibilidade ou a especificidade seja mais relevante. Por exemplo,
em casos de utilizacdo de determinado modelo para uma atividade de triagem, em que o objetivo é
discriminar individuos com risco muito baixo para determinado desfecho. Embora esse modelo possa
nao apresentar calibragdo perfeita, ou seja, possa resultar em estimativas incorretas do risco para indi-
viduos ndo classificados como de risco muito baixo, 0 modelo ainda serd apropriado para o objetivo
a que foi proposto se ele apresentar poder discriminatdrio aceitdvel (AUC ROC satisfatoria) 20. Além
disso, se for do interesse do pesquisador, é possivel recalibrar a probabilidade predita, por exemplo,
por meio de um modelo adicional que corrija o padrdo observado em sua distribuicao.

E importante destacar que mesmo um modelo preditivo com bom poder discriminatério e bem
calibrado pode nio se traduzir em melhores cuidados a satide, pois uma predi¢do acurada nao diz o
que deve ser feito para modificar o desfecho sob andlise 14. Além disso, modelos preditivos de 6bito,
bem como de doencas cronicas podem basear-se ndo s6 em fatores de risco modificaveis, mas também
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em caracteristicas biolégicas ndo modificaveis, como idade e sexo, que, embora contribuam para a per-
formance preditiva do modelo, podem néo ser relevantes em estratégias de prevencdo ou controle 29.

Os resultados dessa aplicacdo estdo restritos a referida populacdo, que tem como principal limi-
tacdo o fato de ser uma amostra relativamente pequena. Espera-se que, com o aumento da disponi-
bilidade e qualidade de dados de dbitos, seja possivel melhorar, consideravelmente, a performance
desses algoritmos. No entanto, ainda que a amostra seja pequena, atende a suposicdo de auséncia de
viés de selecao, ou seja, seus dados sdo independentes e identicamente distribuidos em relagao aqueles
que serdo observados no futuro e seguem a mesma distribuicdo da populacdo de onde a amostra foi
retirada.

Modelos preditivos baseados em algoritmos de machine learning tém sido aplicados na area da sau-
de com potencial para auxiliar profissionais de saide na tomada de melhores decisdes, como mostram
estudos recentes 1231, Entretanto, seu sucesso depende da disponibilidade de dados para a etapa de
aprendizado de modelos preditivos e de capital humano para entender e desenvolver esses modelos

de forma rigorosa e transparente.
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Abstract

This study aims to present the stages related to the
use of machine learning algorithms for predictive
analyses in health. An application was performed
in a database of elderly residents in the city of Sdo
Paulo, Brazil, who participated in the Health,
Well-Being, and Aging Study (SABE) (n =
2,808). The outcome variable was the occurrence
of death within five years of the elder’s entry into
the study (n = 423), and the predictors were 37
variables related to the elder’s demographic, socio-
economic, and health profile. The application was
organized according to the following stages: divi-
sion of data in training (70%) and testing (30%),
pre-processing of the predictors, learning, and as-
sessment of the models. The learning stage used 5
algorithms to adjust the models: logistic regression
with and without penalization, neural networks,
gradient boosted trees, and random forest. The
algorithms” hyperparameters were optimized by
10-fold cross-validation to select those correspond-
ing to the best models. For each algorithm, the best
model was assessed in test data via area under the
ROC curve (AUC) and related measures. All the
models presented AUC ROC greater than 0.70.
For the three models with the highest AUC ROC
(neural networks and logistic regression with LAS-
SO penalization and without penalization, respec-
tively), quality measures of the predicted probabil-
ity were also assessed. The expectation is that with
the increased availability of data and trained hu-
man capital, it will be possible to develop predic-
tive machine learning models with the potential to
help health professionals make the best decisions.

Forecasting; Mortality; Aged
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Resumen

El objetivo de este estudio fue presentar las etapas
relacionadas con la utilizacion de algoritmos de
machine learning para andlisis predictivos en
salud. Para tal fin, se realizé una aplicacion en
base a datos de ancianos residentes en el Munici-
pio de Sao Paulo, Brasil, participantes en el estu-
dio Salud Bienestar y Envejecimiento (SABE)
(n = 2.808). La variable respuesta se represento
mediante la ocurrencia de 6bito en hasta 5 afios
tras la inclusion del anciano en el estudio (n = 423),
y los predictores fueron representados por 37 va-
riables relacionadas con el perfil demogrdfico, so-
cioecondomico y de salud del anciano. El aplicacion
se organizo segun las siguientes etapas: division
de los datos en formacion (70%) y test (30%), pre-
procesamiento de los predictores, aprendizaje y
evaluacion de modelos. En la etapa de aprendiza-
je, se utilizaron cinco algoritmos para el ajuste de
modelos: regresion logistica con y sin penalizacion,
redes neuronales, gradient boosted trees y random
forest. Los hiperpardmetros de los algoritmos se
optimizaron mediante una validacion cruzada
10-fold, para seleccionar aquellos correspondien-
tes a los mejores modelos. Para cada algoritmo, el
mejor modelo se evalué con datos de la prueba del
drea debajo de la curva (AUC) ROC y medidas
relacionadas. Todos los modelos presentaron AUC
ROC superior a 0,70. Para los tres modelos con
mayor AUC ROC (redes neuronales y regresion
logistica con penalizacion de Lasso y sin penaliza-
cion, respectivamente) también se evaluaron medi-
das de calidad de la probabilidad pronosticada. Se
espera que, con el aumento de la disponibilidad de
datos y de capital humano capacitado, sea posible
desarrollar modelos predictivos de machine lear-
ning con potencial para ayudar a profesionales de
salud en la toma de mejores decisiones.

Prediccion; Mortalidad; Anciano
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A revista foi informada sobre erros na Tabela 2. As correcdes seguem abaixo:

Onde se 1é:
Tabela 2

ERRATUM
ERRATUM

Aprendizado (treinamento) e avaliagdo (teste) de modelos preditivos.

Algoritmos Regressao Regressao Redes neurais Gradient Random Forest

logistica logistica com boosted trees

penalizacao
TREINAMENTO (resultados para o
melhor modelo)
Hiperparametros otimizados - alpha =1 size =3 nrounds = 100 mtry =7
lambda = 0,003 decay =2 maxdepth =1
eta=0,3
AUC ROC 0,803 * 0,766 (0,07) 0,767 (0,06) 0,765 (0,07) 0,738 (0,05)
Média (dp) da validacdo cruzada
Ranking de importancia das variaveis
1 Idade Dificuldade para Idade Idade Idade

Teste
AUC (IC95%)

Pontos de corte para p (risco predito)

p=05
S(VP)
1-E(FP)

p 6timo **
S(VP)
1-E(FP)

Consumo de
tabaco
Dificuldade para
tomar banho

Sexo

Diabetes mellitus

0,773
(0,732; 0,814)

0,144 (17)

0,03 (21)

0,653 (77)
0,251 (172)

tomar banho
Idade

Consumo de
tabaco
Dificuldade para
comer
Sexo

0,777
(0,735; 0,818)

0,130 (15)

0,026 (18)

0,670 (79)
0,253 (173)

Dificuldade para
tomar banho
Consumo de

tabaco

Dificuldade para
ir ao banheiro

Diabetes mellitus

0,779
(0,738; 0,820)

0,08 (10)

0,020 (13)

0,703 (83)
0,300 (205)

Dificuldade para
tomar banho
indice de massa
corporal

Sexo

Mini Exame do
Estado Mental

0,768
(0,724; 0,813)
0,144 (17)

0,026 (18)

0,712 (84)
0,304 (208)

Mini Exame do
Estado Mental
Dificuldade para
ir ao banheiro
Dificuldade para
tomar banho
Sexo

0,744
(0,699; 0,789)

0,110 (13)

0,019 (13)

0,700 (79)
0,328 (238)

(continua)



Tabela 2 (continuagao)

Algoritmos Regressao Regressao Redes neurais Gradient Random Forest
logistica logistica com boosted trees
penalizacédo

p 10% com risco mais alto **

S(VP)

1-E(FP)
Obitos observados segundo o risco
predito
n (%) entre os 10% com risco mais alto 34 (28,814) 36 (30,508) 32(27,119) 34 (28,814) 33(27,966)

n (%) entre os 10% com risco mais
baixo ***

dp: desvio padrao; E: especificidade; FP: falso positivo; IC95%: intervalo de 95% de confianca; S: sensibilidade; VP: verdadeiro positivo.

* AUC ROC do ajuste do modelo uma Unica vez aos dados de treinamento;
** Ponto de corte que maximiza a sensibilidade e a especificidade. Varia de acordo com o modelo preditivo;

**% Nenhum ébito observado entre os 10% de individuos com menor risco para o desfecho.

Leia-se:

Tabela 2

Aprendizado (treinamento) e avaliagdo (teste) de modelos preditivos.

Algoritmos Regressao Regressao Redes neurais Gradient Random Forest
logistica logistica com boosted trees
penalizacdo
TREINAMENTO (resultados para o
melhor modelo)
Hiperparametros otimizados alpha =1 size=3 nrounds = 100 mtry =7
- lambda = 0,003 decay =2 maxdepth =1
eta=0,3
AUC ROC
L L 0,803 * 0,766 (0,07) 0,767 (0,06) 0,765 (0,07) 0,738 (0,05)
Média (dp) da validacdo cruzada
Ranking de importancia das variaveis
1 Idade Dificuldade para Idade Idade Idade
tomar banho
2 Consumo de Idade Dificuldade para Dificuldade para Mini Exame do
tabaco tomar banho tomar banho Estado Mental
3 Dificuldade para Consumo de Consumo de indice de massa Dificuldade para
tomar banho tabaco tabaco corporal ir ao banheiro
4 Sexo Dificuldade para Dificuldade para Sexo Dificuldade para
comer ir ao banheiro tomar banho
5 Diabetes mellitus Sexo Diabetes mellitus Mini Exame do Sexo
Estado Mental
Teste
AUC (1C95%) 0,773 0,777 0,779 0,768 0,744

(0,732; 0,814)

(0,735; 0,818)

(0,738; 0,820) (0,724; 0,813)

(0,699; 0,789)

(continua)



Tabela 2 (continuagao)

Algoritmos Regressao Regressao Redes neurais Gradient
logistica logistica com boosted trees
penalizagdo

Random Forest

Pontos de corte para p (risco predito)

p=0,5
S(vP) 0,144 (17) 0,130 (15) 0,08 (10) 0,144 (17)
1-E(FP) 0,03 (21) 0,026 (18) 0,020 (13) 0,026 (18)
p 6timo **
S(VP) 0,653 (77) 0,670 (79) 0,703 (83) 0,712 (84)
1-E(FP) 0,251 (172) 0,253 (173) 0,300 (205) 0,304 (208)
p 10% com risco mais alto
S(VP) 0,288 (34) 0,305 (36) 0,271 (32) 0,288 (34)
1-E(FP) 0,067 (46) 0,064 (44) 0,070 (48) 0,066 (45)
Obitos observados segundo o risco
predito
n (%) entre os 10% com risco mais alto 34 (28,814) 36 (30,508) 32(27,119) 34 (28,814)
n (%) entre os 10% com risco mais
baixo *** | ’ i )

0,110 (13)
0,019 (13)

0,700 (79)
0,328 (238)

0,280 (33)
0,066 (45)

33 (27,966)

dp: desvio padrao; E: especificidade; FP: falso positivo; IC95%: intervalo de 95% de confianca; S: sensibilidade; VP: verdadeiro positivo.

* AUC ROC do ajuste do modelo uma Unica vez aos dados de treinamento;
** Ponto de corte que maximiza a sensibilidade e especificidade. Varia de acordo com o modelo preditivo;
*** Nenhum 6bito observado entre os 10% de individuos com menor risco para o desfecho.



